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Índice de abreviaturas 

AADT 
Annual Average 
Daily Traffic 

Tráfico diario anual promedio. Se mide como el total de tráfico de 
vehículos durante un año dividido por 365 días. 

AADTT 
Annual Average 
Daily Traffic 
(Trucks) 

Tráfico diario anual promedio de vehículos pesados. Se mide como 
el total de tráfico de vehículos pesados durante un año dividido 
por 365 días. 

AART 
Annual Average 
Range of 
Temperature 

Rango de temperatura media anual (en ºC). 
 

AAS 
Annual Average 
Height of Snow 

altura media anual de nieve (en pulgadas y décimas, o en mm). 

AAT 
Average Annual 
Temperature 

Temperatura media anual (en ºC). 

BIM 
Building 
Information 
Modelling 

Enfoque de gestión y diseño de proyectos de construcción basado 
en modelos digitales en 3D, con información como la geometría, 
costo, programación, materiales, etc. 

BP Back Propagation 
Retropropagación. Algoritmo empleado en el entrenamiento de 
redes neuronales, donde se calcula el gradiente de la función de 
pérdida con respecto a los pesos de la red. 

CN 
Construction 
Number 

Número de construcción. Identifica el número de intervención 
sobre la estructura de un pavimento.1 

CRT 
Coeficiente de 
rozamiento 
transversal 

Equivalente al Skid Number (número de deslizamiento) que se 
define por la norma E274/E274M-15 de la ASTM, pero en valor 
porcentual. 

ESAL 
Equivalent Single 
Axle Load 

Carga por eje simple equivalente. Un ESAL equivale a 18.000 libras 
(80 kilonewtons) por eje. 

FFNN 
Feed Forward 
Neural Network 

Red neuronal prealimentada. Es una red neuronal artificial en la 
que las conexiones entre los nodos no forman un ciclo. 

FWD 
Falling Weight 
Deflectometer 

Deflectómetro de impacto. Dispositivo de medición no destructiva 
orientado a la auscultación y evaluación de la estructura de los 
firmes, generalmente instalado en un remolque o en un camión. 

GIS 
Geographic 
Information 
System 

Tecnología empleada para capturar, almacenar, analizar y 
visualizar datos geoespaciales, permitiendo su análisis y relación 
de la información con ubicaciones geográficas, como mapas y 
datos cartográficos. 

GP 
Genetic 
Programming 

Técnica de programación evolutiva, inspirada en la evolución 
biológica. Recurrida para encontrar soluciones automáticas a 
problemas complejos, mediante la manipulación y combinación de 
diferentes estructuras de código. 

IRI 
International 
Roughness Index 

Índice de regularidad (o rugosidad) del pavimento, definido por la 
norma ASTM E1170-97. Partiendo del 0, como mejor condición 
posible 

 
1 El Construction Number indica, de forma numérica y secuencial (1, 2, 3…), el número de intervenciones 
que se han realizado sobre una vía desde el momento de inclusión en el programa LTPP (CN = 1), que 
puede o no coincidir con la fecha de apertura al público en función de la antigüedad de la misma. 
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KESAL ESAL in thousands Carga por eje simple equivalente en miles. 

LTPP 

Long-Term 
Pavement 
Performance 
Program 

Proyecto de investigación fundado por la Junta de Investigación 
del Transporte (TRB) en la década de 1980, y promovido por la 
Administración Federal de Carreteras (FHWA), para recabar y 
analizar datos de pavimentos de los EE. UU. Y Canadá. Representa 
la mayor base de datos pública sobre el rendimiento de carreteras. 

MRI Mean IRI 
Definido en el estándar ASTM E1926-08, es el valor de preferencia 
del IRI debido a que promedia el valor en las dos bandas de 
rodadura (izquierda y derecha). 

PCI 
Pavement 
Condition Index 

Índice de Condición del Pavimento. Es índice numérico entre 0 y 
100 que se utiliza para indicar el estado general de una sección del 
pavimento, siendo 0 el peor estado y 100 el mejor.  

SN Structural Number 

Tipología estructural del pavimento. Clasifica los pavimentos en 
función de su resistencia estructural definida a partir de las 
características de la explanada, el tráfico, la capacidad de servicio y 
entorno. 

SVM 
Support-Vector 
Machine 

Algoritmo de aprendizaje automático, empleado en tareas de 
clasificación y regresión numérica, que busca encontrar un 
hiperplano que separe dos clases de datos al maximizar la 
distancia entre los puntos más cercanos de esas clases (vectores 
de soporte). 
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1. Estudio de las técnicas de monitorización y análisis de las 

imágenes en vías interurbanas 

1.1. Introducción 
El objetivo de esta tarea consiste en estudiar la evolución de las técnicas utilizadas para 
la clasificación y cuantificación automáticas de los desperfectos encontradas en las vías 
interurbanas. Para ello, se ha realizado una búsqueda de los estudios relacionados con 
la detección, clasificación y/o cuantificación de los desperfectos de la vía mediante 
imágenes en dos o tres dimensiones. Todos estos estudios se basan en un conjunto de 
imágenes tomadas con dispositivos integrados en un vehículo circulando a diferentes 
velocidades. 
 
Esta tarea sirve como referencia para el desarrollo de los modelos de evaluación de la 
condición mediante técnicas de Deep Learning del Paquete de Trabajo 4 que permiten 
clasificar y cuantificar los desperfectos de la red viaria a partir de las imágenes 
capturadas en el proyecto mediante el sistema de monitorización desarrollado. 
 
Solver, con la ayuda de las tres empresas, evalúa la técnica de Deep Learning utilizada 
para la clasificación y cuantificación y sus características con el fin de que se adapte 
correctamente a los datos proporcionados por el sistema y aporte los resultados 
necesarios para el desarrollo del resto de los componentes. Con esta información se 
pretende desarrollar una solución altamente competitiva con grandes garantías de 
éxito. 
 

1.2. Estado del arte 

El uso de algoritmos de inteligencia artificial para la detección y clasificación han ido 
evolucionando, inicialmente estos algoritmos únicamente se basaban en la detección de 
desperfectos vía utilizando imágenes en dos dimensiones utilizando métodos más 
convencionales, en cambio los estudios más recientes tratan la detección clasificación y 
cuantificación del desperfecto haciendo uso del Deep Learning e imágenes en 3D, 
obteniendo así mejores resultados. 
 
La mayoría de los estudios realizados se centran en detectar los desperfectos de la vía, 
aunque algunos también realizan la clasificación de estos. El objetivo de estos estudios 
se basa en separar aquellas imágenes que muestran una fisura en el pavimento de 
aquellas que no tienen. 
 
En el estudio realizado por Zhang et al. (2016) se utilizaron imágenes recogidas mediante 
Smartphones para probar diferentes modelos para la detección de anomalías en la 
carretera (SVM, Boosting y Redes convolucionales). Tras probar los tres modelos se 
consiguió un acurracy de 90 % aproximadamente utilizando el modelo de redes 
convoluciones frente a valores de 80 % para los otros dos modelos probados. En otro 
estudio (Pauly et al., 2017) también se utiliza las redes convolucionales para la detección 
de fisuras obteniendo un accurracy cercano al 90 %. 
 
 
Respecto a los estudios de clasificación, todos los estudios realizados muestran la 
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necesidad de realizar un etiquetado manual de cada uno de los desperfectos que se 
quieren diferenciar para poder entrenar los algoritmos. En el estudio realizado por Pan 
et al. (2018) se utilizan las imágenes obtenidas mediante un dron para realizar una 
clasificación entre grietas y huecos de una vía de 500 m. Los tres modelos utilizados 
(SVM, ANN y Random Forest) obtienen unos resultados de accurracy en torno al 98 %, 
aunque hay que tener en cuenta la poca muestra con la que se ha realizado el estudio y 
que cuenta con dos elementos a clasificar. También en el estudio realizado por Carr et 
al. (2018) cuentan con una muestra reducida para el entrenamiento y el test. Se utiliza 
un modelo llamado RetinaNet que se basa en un modelo en dos fases para la 
clasificación de los desperfectos consiguiendo una accuracy de 98 %. Por último, en el 
estudio realizado por Hoang y Nguyen (2018) se estudian tres modelos para la detección 
y clasfiicacion de desperfectos consiguiendo los siguientes resultados de accuracy SVM 
(87.50 %), seguido por ANN (84.25 %), y Random Forest (70 %). 
 
En los últimos años se han realizado estudios sobre la detección, clasificación y 
cuantificación de severidad de los desperfectos de la vía. En el estudio realizado por 
(Majidifard, Adu-Gyamfi & Buttlar, 2020), se utilizaron imágenes sacadas de Google 
Street View. Para conseguir el objetivo del estudio, se hace uso de una combinación de 
modelos de Deep Learning, consiguiendo unos valores de F-1 del 85 %.  
 

 

Figura 1: Estructura de los dos modelos utilizados: izquierda arquitectura U-net, derecha arquitectura YOLO. 

En el estudio de Kaseko, M. S., & Ritchie, S. G, se utiliza videos recogidos en las 
autopistas. Igualmente, para conseguir el objetivo segmentan el proyecto en diferentes 
modelos:  

- En primer lugar, se utiliza un modelo de clasificación para separar aquellas 
imágenes que contengan deterioro de las que no. 

- A continuación, otro modelo de clasificación se usa para asignar a cada imagen 
el tipo de desperfecto. 

- Por último, un último modelo mide la longitud, la anchura y más parámetros que 
permiten obtener la severidad del desperfecto. 

 
Los modelos que utilizan imágenes en 3D, consiguen mejores resultados tanto en la 
detección de los defectos como en la clasificación de estos. Esto se debe a que el uso de 
imágenes en 3D, aporta más información al modelo y permite detectar de forma más 
precisa los defectos. Las imágenes para el entrenamiento de este estudio realizado por 
Fei et al. (2020) se han etiquetado previamente por varios equipos marcando en cada 
píxel de la imagen si existe un defecto o no. El modelo entrenado se trata de una red 
neuronal profunda como la de la imagen consiguiendo unos resultados de accuracy 
cercanos al 90 %. 
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Figura 2: Estructura del modelo utilizado CrackNet-V y resultados obtenidos en la detección. 

En el estudio de Arya et al. (2021) se comprueba que los modelos realizados en un país 
no obtienen buenos resultados al ser aplicados en vías de otros países. Con el objetivo 
de utilizar la información de un modelo diseñado en Japón, en este estudio se 
comprueban los resultados al ajustar el modelo para los países de India y Chequia. El 
modelo utilizado se basa en información recogida mediante un Smartphone situado en 
la parte delantera del coche circulando a 40 km/h. Las predicciones de este modelo solo 
se basan en el tipo del defecto, clasificando entre 4 características:  

¶ Grietas longitudinales/paralelas 

¶ Grietas transversales / perpendiculares, 

¶ Cocodrilo / Grietas complejas  

¶ Baches 
El modelo entrenado se basaba en una red neuronal profunda que está adaptada a las 
aplicaciones de visión.  Tras realizar ciertos ajustes en el modelo de Japón se comprueba 
el resultado para el resto de los países del estudio. Los resultados para el F1-Score 
superan levemente el 50 %. 
 
En España se ha realizado un estudio por Gavilán et al. (2011) en el que se detecta si 
existe alguna grieta en diferentes tipos de pavimentos. Así como el proyecto de SIMEPU 
que se explicara más adelante en el documento.  
 
El objetivo principal del estudio realizado por Gavilán et al. (2011) es encontrar si existen 
grietas o no en diferentes pavimentos encontrados en las vías españolas. Un vehículo 
equipado con cámaras de escaneo de línea, iluminación láser y adquisición HW-SW se 
utiliza para almacenar las imágenes que se procesarán más para identificar grietas en la 
carretera. En este caso, se ha utilizado primero un modelo con SVM para clasificar las 
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imágenes según su pavimento. Una vez clasificadas las imágenes se utiliza el modelo de 
detección de grietas que esta con unos parámetros diferentes según el pavimento 
marcado. El modelo consigue una accuracy en torno al 90 % 
 

 

Figura 3: Evolución del procesamiento de la imagen. 

1.3. Proyecto SIMEPU 
SIMEPU (Sistema Integral del Mantenimiento del Pavimento Urbano) es un proyecto de 
I+D+i financiado por el Ministerio de Ciencia, Innovación y Universidades en la convocatoria 
RETOS-COLABORACIÓN 2017. Este sistema realiza una gestión integral del mantenimiento 
de pavimentos urbanos. Los módulos que contempla este sistema son los siguientes: 

- Monitorización mediante una videocámara que toma imágenes del pavimento a 
velocidades de operación urbanas (30 km/h – 50 km/h).  

- Evaluación de los principales daños de vías urbanas (grietas, meteorización y 
desprendimiento, baches y parches) mediante el procesamiento de imágenes 2D 
con redes neuronales convolucionales. 

- Modelos predictivos basados en regresiones numéricas. 
- Optimización de las actuaciones de mantenimiento en base a criterios económicos, 

ambientales y sociales. 
- Software con visor GIS. 

Estableciendo una comparación con SIMEPU como antecedente, las principales diferencias 
que este sistema presenta con respecto a NEUROVIAS son: 

1. Mientras que SIMEPU se centra en la detección de daños de la red vial urbana, 

contemplando únicamente daños propios de este tipo de vías y evaluando imágenes en 

2D, el proyecto NEUROVIAS se centrará en la evaluación de daños en vías interurbanas 

–carreteras convencionales y multicarril, autovías y autopistas–, cuyos daños y 

evolución del deterioro es distinto a los que se producen en vías urbanas, a través de 

imágenes 3D. 

2. Los modelos predictivos de SIMEPU se centran en predecir el índice PCI mediante 

técnicas convencionales –regresión–, mientras que los modelos de predicción de la 

condición del pavimento que se desarrollarán en NEUROVIAS atenderán tanto al PCI 

como a otros índices habituales de valoración de la condición en vías interurbanas –CRT, 

IRI y deflexiones– mediante técnicas de inteligencia artificial. 

3. La herramienta de optimización multicriterio desarrollada en SIMEPU no tiene en cuenta 

la seguridad vial, principalmente por la dificultad de evaluar este criterio en vías urbanas 

donde predominan los accidentes solo con daños materiales –no siempre reportados a 



NEUROVIAS – Monitorización y gestión del mantenimiento predictivo de vías interurbanas mediante 
técnicas de inteligencia artificial 

Paquete de trabajo 1 – Estado del arte y definición de los módulos 7 

 

la administración–, mientras que en NEUROVIAS la seguridad vial será uno de los 

principales factores a considerar, pues alrededor del 90 % de los fallecidos por accidente 

de tráfico se concentran en vías interurbanas. 

4. Mientras que en SIMEPU no se emplean técnicas de aprendizaje por refuerzo para 

simular escenarios, en NEUROVIAS se tendrán en cuenta este tipo de técnicas con el fin 

de mejorar la precisión en la priorización de las actuaciones de mantenimiento y 

rehabilitación. 

5. Una importante novedad que incluye NEUROVIAS y no lo hace SIMEPU es la posibilidad 

de conectar la herramienta desarrollada con software de modelado BIM y con bases de 

datos actuales del estado del pavimento, siendo ambos aspectos de gran relevancia para 

la gestión de carreteras.   

1.4. Características necesarias para desarrollar el modelo 
Una vez realizado el estudio del estado del arte junto con la experiencia previa del proyecto 

SIMEPU, se detallan a continuación los requisitos necesarios que se deben cumplir en las fases 

previas al desarrollo del modelo para garantizar el éxito del entrenamiento del modelo que se 

va a desarrollar: 

¶ Es necesario establecer el número de defectos a clasificar: grieta longitudinal, grieta 

transversal, hueco, meteorización, piel de cocodrilo, parcheo… 

¶ Para entrenar el modelo las imágenes deben ser etiquetadas con los defectos que se 

encuentren en ella. 

¶ Para la severidad también es necesario un etiquetado para entrenar al algoritmo. 

El modelo final consiste en dos redes neuronales convolucionales que se centraran cada una en 

uno de los objetivos a cumplir: la primera de ellas se centrará en la detección y clasificación de 

los desperfectos de la vía mientras que la segunda se encargará de calcular la severidad de éstas. 

Respecto a las redes neuronales que se van a utilizar:  

¶ Para la detección y clasificación de los desperfectos se va a emplear una red 

convolucional multietiqueta, estas redes, en lugar de preprocesar los datos para derivar 

características como texturas y formas, toman solo los datos de píxeles sin procesar de 

la imagen como entrada y "aprende" cómo extraer estas características y, en última 

instancia, detectar qué objeto constituyen. 

¶ mientras que para medir la severidad será utilizada una red neuronal de tipo U-net 

(Figura 4), estas redes también son convolucionales y permiten enmarcar un objeto 

dentro de la imagen con precisión y rapidez para así poder realizar mediciones en ellas 

mediante los pixeles que ocupa el objeto detectado. 
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Figura 4:Estructura de una red U-net (Fischer y Brox 2015). 
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2. Análisis de la relación entre los diferentes indicadores para la 

valoración de la condición del pavimento 

2.1. Introducción 
El objetivo de esta tarea es analizar la relación entre los diferentes indicadores para la 
valoración de la condición del pavimento. Para ello, se realiza en primer lugar, una 
revisión de la literatura y estudios existentes. Seguidamente, se determinan los 
indicadores para la valoración de la condición del pavimento y se procede a la obtención 
de datos, reflejando en el presente informe la metodología seguida. Finalmente, se 
realizan los análisis estadísticos correspondientes que permiten analizar la relación 
entre los diferentes indicadores considerados. 

2.2. Revisión de la literatura y estudios existentes 
En la presente tarea se ha iniciado un proceso de investigación bibliográfica para conocer los 

diferentes indicadores para la valoración de la condición del pavimento, así como las posibles 

correlaciones entre ellos.  

2.2.1. Indicadores para la valoración de la condición del pavimento 
Una de las etapas principales de un Sistema de Gestión de Pavimentos es la evaluación de la 

condición para conocer el estado del firme. Para ello existen, principalmente, dos tipos de 

inspección: inspección mediante auscultaciones e inspección visual. 

La inspección mediante auscultaciones está basada principalmente en indicadores objetivos 

obtenidos a través de ciertos instrumentos de medida estándar. Los indicadores más utilizados 

en materia de mantenimiento de pavimentos son el Índice de Regularidad Superficial (IRI), el 

Coeficiente de Rozamiento Transversal (CRT) y las deflexiones. Así como el CRT es ampliamente 

utilizado en España, Reino Unido, Australia y Nueva Zelanda, entre otros países; en los Estados 

Unidos se basan en el parámetro Skid Number (SKN). 

El IRI mide la comodidad que percibe el usuario al circular por la carretera. Una carretera con 

una superficie irregular puede provocar molestos, continuos y bruscos movimientos verticales 

en el vehículo que los amortiguadores no son capaces de absorber en su totalidad. Para la 

medida de esta característica se pueden emplear diferentes aparatos. Este índice se calcula a 

partir de una medición del perfil longitudinal mediante una simulación de un cuarto de coche a 

una velocidad de simulación de 80 km/h (50 mph), tal y como recoge la norma ASTM E 1170 

(Standard Practices for Simulating Vehicular Response to Longitudinal Profiles of Traveled 

Surfaces). El IRI se expresa en metros por kilómetro (m/km) o en pulgadas por milla (in./mile)2, 

de modo que, cuanto mayor sea el desplazamiento vertical registrado (en valor absoluto), peor 

será la comodidad del usuario. La Figura 5 representa una escala de estimación del IRI en 

carreteras de hormigón asfáltico o tratamiento superficial. 

 
2 1 m/km =63,36 in./mile 
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Figura 5. Escala de estimación de la rugosidad de las carreteras pavimentadas con hormigón asfáltico o tratamiento 
superficial. Fuente: ASTM E 1926 (2021). 

El CRT busca medir la adherencia de los neumáticos a la capa de rodadura. Puede expresarse en 

tanto por uno o en tanto por ciento, de manera que cuanto mayor es su valor, mayor es la 

resistencia al deslizamiento. Concretamente, el CRT puede tomar valores entre 1 y 100, pero 

rara vez se encuentra un valor superior a 70, por lo que habitualmente se establece 35-40 como 

valor de referencia (Llopis Castelló, 2020). Un valor bajo indica una insuficiente adherencia del 

neumático al pavimento en momentos de lluvia, lo que puede ser crítico para la seguridad vial. 

Las administraciones de carreteras habitualmente obtienen el valor del CRT a partir de un equipo 

de medida de rozamiento transversal (SCRIM) que, al mismo tiempo, determina la profundidad 

de textura de los pavimentos (Mean Depth Profile, MPD) mediante un dispositivo láser (Llopis 

Castelló, 2020). 

Las deflexiones se obtienen con equipos que aplican una solicitación o carga tipo sobre el 

pavimento y miden la respuesta de la estructura del firme. Salvo para firmes rígidos, se trata de 

medir la deformación vertical elástica recuperada o deflexión que produce dicha carga tipo en 

la superficie del pavimento. Las deflexiones pueden correlacionarse directamente con el 

rendimiento del pavimento o utilizarse para determinar las características del material in situ de 
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las capas del pavimento (ASTM International, 2020c). Algunos usos de los datos incluyen la 

evaluación estructural de los pavimentos nuevos o en servicio (ASTM International, 2020a).  

La inspección visual se lleva a cabo mediante la experiencia profesional de técnicos, que evalúan 

el estado del pavimento a partir de su apariencia, lo que introduce cierta subjetividad en la 

evaluación del daño. Para minimizar la subjetividad ligada a la inspección visual, dicha inspección 

debe basarse en criterios lo más sencillos posibles (Kramer et al., 2004). Un apoyo fundamental 

son los catálogos de firmes o manuales en los que aparecen los tipos de deterioros con 

imágenes, descripciones y modos de cuantificación. Entre las metodologías más comunes se 

encuentra el Índice de Condición del Pavimento (Pavement Condition Index, PCI), que es una de 

las metodologías más conocidas y usadas a nivel mundial para la evaluación y calificación 

objetiva de pavimentos flexibles y rígidos. 

La metodología del PCI es de fácil implementación y no requiere de herramientas especializadas 

más allá del personal que evalúa el pavimento, detectando los tipos de daños, estipulando su 

severidad y midiendo su cantidad según indica la norma ASTM D 6433 (ASTM International, 

2020b). De esta manera se obtiene un índice numérico que varía desde 0, para los pavimentos 

que se encuentran en mal estado, hasta 100, indicando los pavimentos que se encuentran en 

perfecto estado. 

Las principales ventajas que presenta este índice son: 

¶ Se encuentra ampliamente extendido y por tanto existe una gran cantidad de 
bibliografía al respecto para su cálculo. En la actualidad, este índice es utilizado 
principalmente en los Estados Unidos y en Australia.  

¶ Las principales desventajas del índice debido a su gran implantación han sido 
ampliamente estudiadas y se han corregido desde sus inicios.  

¶ Posibilidad de adaptarse a nuevas ciudades sin una calibración costosa. 

¶ Reducción de los costes de estudio e investigación.  

¶ No existe necesidad de adquirir equipos especializados ni software comerciales. 

¶ Mínimo personal técnico necesario para su obtención. 
 

Esta metodología contempla un total de 19 daños, los cuales se describen brevemente en la 

Tabla 1, donde también se recoge al menos una foto orientativa del deterioro. 

Denominación del deterioro: Piel de cocodrilo (Alligator Cracking) 

Fotos orientativas:  

       

Descripción del deterioro:  
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Grietas de interconexión causadas por las repetidas cargas del tráfico que provocan la pérdida 
de capacidad de soporte estructural de la sección. 

Denominación del deterioro: Exudación (Bleeding) 

Fotos orientativas:  

       

Descripción del deterioro: 

Creación de una película de material bituminoso que se vuelve bastante pegajosa. Causado 
por cantidades excesivas de sellador bituminoso en las mezclas. El proceso es reversible en 
tiempo frio. 

Denominación del deterioro: Agrietamiento en bloque (Block Cracking) 

Fotos orientativas:  

       

Descripción del deterioro: 

Grietas que dividen el pavimento de forma rectangular de 0.3m de lado (hasta 3m). No está 
asociado a ciclos de carga sino a diferencias de temperatura y el endurecimiento excesivo del 
hormigón de la sección. 

Denominación del deterioro: Abultamiento y hundimiento (Bumps and Sags) 

Fotos orientativas:  

       

Descripción del deterioro: 
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Los abultamientos son pequeños desplazamientos hacia arriba localizados en la superficie del 
pavimento. Se diferencian de los desplazamientos, pues estos últimos son causados por 
pavimentos inestables. Los hundimientos son desplazamientos hacia abajo, pequeños y 
abruptos, de la superficie del pavimento. Las distorsiones y desplazamientos que ocurren 
sobre grandes áreas del pavimento, causando grandes o largas depresiones en el mismo, se 
llaman “ondulaciones” (hinchamiento: swelling). 

Denominación del deterioro: Corrugación (Corrugation) 

Fotos orientativas:  

       

Descripción del deterioro: 

Crestas perpendiculares a la dirección del tráfico con longitudes inferiores a 3m. 

Denominación del deterioro: Depresión (Depression) 

Fotos orientativas:  

       

Descripción del deterioro: 

Áreas localizadas de la superficie del pavimento con niveles ligeramente más bajos que el 
pavimento a su alrededor, que generalmente se agraba con la presencia de lluvias y el 
estancamiento de agua. 

Denominación del deterioro: Grieta de borde (Edge Cracking) 

Fotos orientativas:  
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Descripción del deterioro: 

Grietas paralelas al borde de la calzada a entre 0.3 y 0.5 m del borde exterior de la misma o 
de la zona interior en el caso de que exista una mediana. Este defecto se puede ver acelerado 
por las cargas de tráfico. El área entre la fisura y el borde del pavimento es clasificada como 
área de desprendimiento si esta se encuentra agrietada (a veces al punto en que los 
fragmentos son removidos). 

Denominación del deterioro: Grieta de reflexión de junta (Joint Reflection Cracking) 

Fotos orientativas:  

       

Descripción del deterioro: 

Ocurre solamente en pavimentos con superficie asfáltica construidos sobre una losa de 
concreto de cemento Pórtland. No incluye las grietas de reflexión de otros tipos de base.Este 
daño no está relacionado con las cargas; sin embargo, las cargas del tránsito pueden causar 
la rotura del concreto asfáltico cerca de la grieta. Si el pavimento está fragmentado a lo largo 
de la grieta, se dice que aquella está descascarada. 

Denominación del deterioro: Desnivel del carril (Lane/Shoulder Drop Off) 

Fotos orientativas:  

       

Descripción del deterioro: 

Diferencia de niveles entre el borde del pavimento y la berma. 
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Denominación del deterioro: 
Grietas longitudinales y transversales (Longitudinal & 
Transversal Cracking) 

Fotos orientativas:  

       

Descripción del deterioro: 

Grietas longitudinales: paralelas al eje del pavimento o a la dirección de construcción, 
causadas por una articulación del carril ( entre carriles) o una contracción de las losas 
inferiores. Grietas transversales: se extienden de forma perpendicular a las anteriores y no 
son debidas a cargas excesivas sino a movimientos en la base o roturas. 

Denominación del deterioro: Parcheo (Patching) 

Fotos orientativas:  

       

Descripción del deterioro: 

Una zona del pavimento que ha sido reemplazada por un pavimento nuevo debido a alguna 
operación de conservación, mantenimiento o instalaciones. 

Denominación del deterioro: Pulimiento de agregados (Polished Aggregates) 

Fotos orientativas:  

 

Descripción del deterioro: 

Perdida de la adherencia superficial debido a las cargas del tráfico. Se aprecian piedras sueltas 
en la superficie o incluso el tacto superficial es suave. 
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Denominación del deterioro: Huecos (Potholes) 

Fotos orientativas:  

       

Descripción del deterioro: 

Agujeros con diámetro menor a 750 mm (habitualmente) con bordes afilados y prácticamente 
verticales. El crecimiento de los huecos se acelera por la acumulación de agua dentro del 
mismo. 

Denominación del deterioro: Ahuellamiento (Rutting) 

Fotos orientativas:  

       

Descripción del deterioro: 

Es una depresión superficial causada por las ruedas generalmente de vehículos pesados. Se 
trata de una deformación permanente y en algunos casos solamente se aprecia durante las 
lluvias. 

Denominación del deterioro: Desplazamiento (Shoving) 

Fotos orientativas:  

       

Descripción del deterioro: 

El desplazamiento es un corrimiento longitudinal y permanente de un área localizada de la 
superficie del pavimento producido por las cargas del tránsito. 
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Denominación del deterioro: Grieta parabólica (Slippage Cracking) 

Fotos orientativas:  

       

Descripción del deterioro: 

Grietas en forma de media luna creciente. Son producidas cuando las ruedas que frenan o 
giran inducen el deslizamiento o la deformación de la superficie del pavimento. Usualmente, 
este daño ocurre en presencia de una mezcla asfáltica de baja resistencia, o de una liga pobre 
entre la superficie y la capa siguiente en la estructura de pavimento. Este daño no tiene 
relación alguna con procesos de inestabilidad geotécnica de la calzada. 

Denominación del deterioro: Hinchamiento (Swell) 

Fotos orientativas:  

   

Descripción del deterioro: 

Pandeo hacia arriba de la superficie del pavimento – una onda larga y gradual con una 
longitud mayor que 3 m. El hinchamiento puede estar acompañado de agrietamiento 
superficial. 

Denominación del deterioro: 
Meteorización o desprendimiento de agregados 
(Weathering or Raveling) 

Fotos orientativas:  

       

Descripción del deterioro: 



NEUROVIAS – Monitorización y gestión del mantenimiento predictivo de vías interurbanas mediante 
técnicas de inteligencia artificial 

Paquete de trabajo 1 – Estado del arte y definición de los módulos 20 

 

Pérdida de la superficie del pavimento debida a la pérdida del ligante asfáltico y de las 
partículas sueltas de agregado. Este daño indica que, o bien el ligante asfáltico se ha 
endurecido de forma apreciable, o que la mezcla presente es de pobre calidad. Además, el 
desprendimiento puede ser causado por ciertos tipos de tránsito, por ejemplo, vehículos de 
orugas. El ablandamiento de la superficie y la pérdida de los agregados debidos al 
derramamiento de aceites también se consideran como desprendimiento. 

Denominación del deterioro: Cruce de vía férrea (Railroad Crossing) 

Fotos orientativas:  

       

Descripción del deterioro: 

Los defectos asociados al cruce de vía férrea son depresiones o abultamientos alrededor o 
entre los rieles. 

Tabla 1. Deterioros del pavimento contemplados en el PCI. 

2.2.2. Relaciones entre los diferentes indicadores para la valoración de la 

condición del pavimento 
Dos variables pueden estar relacionadas de tres maneras: (i) positivamente (cuanto más alto es 

el valor de una variable, más alto es el valor de la otra variable), (ii) no tener ninguna relación 

entre ellas, o (iii) negativamente (cuanto más alto es el valor de una variable, más bajo es el de 

la otra variable) (Field, 2009).  

Cuando las variables son cuantitativas y existe una relación entre ellas, esta relación puede 

calcularse con el coeficiente de correlación. Éste toma valores entre -1 y 1. El valor numérico 

indica la magnitud de la correlación, mientras que el signo del coeficiente indica la dirección de 

la correlación. Los valores cercanos a 0 indican una correlación mínima o nula y los cercanos a 1 

una correlación muy buena. El coeficiente de correlación cuantifica la correlación entre dos 

variables cuando realmente existe la relación. Sin embargo, el hecho de que exista correlación 

entre las variables no implica que exista causalidad o dependencia entre ellas(Field, 2009). 

Las correlaciones pueden ser muy útiles para medir la relación entre dos variables, pero se 

puede llevar este proceso un paso más allá de los datos recogidos y predecir una variable a partir 

de otra mediante regresiones (Field, 2009). La relación entre dos o más variables mediante una 

regresión queda reflejada por una ecuación. El coeficiente de determinación (R2) de la ecuación 

mide la proporción de la varianza de la variable criterio (o variable dependiente) sobre su media, 

que es explicada por las variables independientes o predictor. La variable criterio es la variable 

a predecir o explicar por el conjunto de variables independientes. Las variables independientes 

o predictor son las variables elegidas como predictores y que potencialmente explicarían la 

variable criterio. El coeficiente R2 puede variar entre 0 y 1. Si el modelo de regresión es estimado 

y aplicado apropiadamente, el investigador puede asumir que cuanto mayor sea el valor de R2, 
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mayor será el poder explicativo de la ecuación de regresión y por tanto mejor la predicción de 

la variable criterio. Valores de 0,6 o superiores se consideran aceptables. Este coeficiente 

también se conoce como índice de ajuste o índice de correlación al cuadrado (Hair et al., 1999). 

En la literatura se encuentra principalmente estudios que relacionan el PCI y el IRI, o uno de 

estos indicadores con otras variables tales como el tráfico o la edad del pavimento. Esta relación 

se estudia en la mayoría de los casos mediante regresión lineal ((Sharaf & Mandeel, 1998); 

(Dewan & Smith, 2002); (Piryonesi & El-Diraby, 2021); (Shibil P et al., 2021); (Arhin et al., 2015)), 

aunque algunos autores también utilizan regresiones cuadráticas, exponenciales, potenciales y 

logarítmicas ((Adeli et al., 2021); (Park et al., 2007);(Arhin et al., 2015)). Los valores de R2 

determinados por los diferentes investigadores varían significativamente. Los modelos de 

regresiones no lineales no son necesariamente más precisos que los de regresión lineal, pues 

solo en ciertos casos se consigue aumentar la bondad del ajuste. Generalmente, los valores más 

pequeños se obtienen en muestras grandes que abarcan una amplia zona geográfica durante un 

periodo elevado, mientras que los valores más altos se consiguen al considerar grupos de datos 

más significativos basados principalmente en la ubicación, la clase funcional de la vía, el tipo de 

pavimento o estableciendo rangos de valores de los indicadores. Esto significa que es casi 

imposible encontrar un modelo estadístico universalmente preciso para representar la relación 

entre el PCI y el IRI. Esta relación varía según la ubicación de las carreteras y sus otras 

características.  

Cabe destacar la investigación llevada a cabo por los autores S. Madeh Piryonesi y Tamer E. El-

Diraby (2021) en la que analizaron la relación entre el IRI y el PCI a partir de los datos del 

programa Long-Term Pavement Performance (LTPP). Para unir las tablas del IRI y del PCI 

consideraron los siguientes criterios: la toma de datos del IRI y del PCI debe realizarse en el 

mismo año, y no debe llevarse a cabo ninguna actuación de mantenimiento durante este 

periodo. En total, 3.954 registros cumplían estas condiciones., en un plazo de 28 años y 

abarcando un total de 61 estados de los Estados Unidos. La bondad de ajuste del modelo de 

regresión lineal no fue satisfactoria (R2=0,31) debido al amplio plazo considerado y la enorme 

zona geográfica abarcada. Agruparon los datos en grupos más significativos basados en la 

ubicación y la clase funcional de la vía, con la esperanza de mejorar la bondad del ajuste. 

Observaron que, efectivamente, dentro de cada grupo era sustancialmente mayor, llegando 

incluso a superar en algunos casos el 0,70. Sin embargo, al considerar estos grupos, la muestra 

se reduce en gran medida, resultando grupos de entre 9 y 57 datos.  

Estos autores también investigaron la causa de la gran variación existente en los valores del 

coeficiente R2 determinados por diferentes investigadores al relacionar el IRI y el PCI. Muchos 

investigadores señalan como problema la calidad y fiabilidad de los datos. Sin embargo, 

suponiendo que los datos son completamente fiables, sigue habiendo variación en los datos que 

no puede ser explicada por un modelo de regresión. Esto se debe a que el IRI y el PCI miden 

diferentes aspectos del estado del pavimento. En su investigación demuestran que, aunque el 

IRI y el PCI están correlacionados, una carretera puede tener un PCI excelente pero un IRI 

deficiente. Además, dos carreteras con el mismo PCI pueden tener valores de IRI 

sustancialmente diferentes. Para explicar esta variación, investigaron el impacto de dos 

factores: el tipo de deterioro y la textura del pavimento. Observaron que algunos problemas, 

como las exudaciones, reducen drásticamente el PCI, pero no tienen un gran impacto en el IRI. 

Además, observaron que carreteras con el mismo PCI pueden tener valores de IRI 

considerablemente diferentes como resultado de las distintas texturas del pavimento.  
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En cuanto a la relación entre el PCI y las deflexiones la literatura es muy escasa. Los autores M. 

Semnarshad, A. Golroo y A. Kavussi (2017) analizaron esta relación empleando modelos de 

regresión lineal, logarítmica, cuadrática y potencial. Tras obtener valores de R2 menor a 0,02 en 

todos los casos, concluyeron que no hay una fuerte relación entre el PCI y las deflexiones. Esto 

era de esperar ya que el PCI es un índice que representa la condición de la superficie del 

pavimento, mientras que las deflexiones se emplean para caracterizar la capacidad estructural. 

Aunque algunos tipos de patologías o daños contemplados en el PCI se inician y propagan como 

resultado de una insuficiente capacidad estructural, no todos los tipos de daños son 

consecuencia de una debilidad estructural. Este estudio muestra que, debido a la falta de 

relación entre los indicadores, para valores específicos de PCI hay diferentes valores de 

deflexiones. Por tanto, se puede argumentar que los valores bajos de PCI no implican 

necesariamente debilidad estructural y viceversa.  

Otro parámetro relativo a la capacidad estructural es el Número Estructural (en inglés, Structural 

Number (SN)). Es un número que representa los requisitos estructurales generales de la sección 

del pavimento. El SN se considera un indicador para evaluar la estabilidad del pavimento ante la 

carga aplicada. El valor del SN de una sección de pavimento depende del tipo de materiales, 

espesores y la capacidad de drenaje utilizados en las capas del pavimento. Cuanto más débil sea 

el suelo de la subrasante, mayor será el SN necesario en las mismas condiciones climáticas y de 

carga (Reza Ghanizadeh & Saber Naseralavi, 2022). El estudio llevado a cabo por Dasari et al. 

(2013) analiza la relación entre el PCI y el SN mediante un modelo de regresión exponencial 

obteniendo un valor de R2 de 0,31. Este resultado es de esperar ya que los indicadores 

relacionados atienden a diferentes aspectos del pavimento, el PCI representa la condición de la 

superficie del pavimento, mientras que el número estructural hace referencia a la capacidad 

estructural del pavimento.  

Respecto a la relación entre el PCI y el Skid Number no se ha encontrado ningún estudio.  

La Tabla 2 recoge las ecuaciones de los diferentes modelos de relaciones entre los indicadores 

de la condición del pavimento encontrados en la bibliografía, así como el coeficiente de 

determinación de cada uno de ellos.  

Modelo Ecuación del modelo R2 Referencia 

RL ὍὙὍπȟρυẗρππὖὅὍ - (Sharaf & Mandeel, 1998) 

RL ὍὙὍπȟπρχρẗρυσὖὅὍ 0,53 (Dewan & Smith, 2002) 

RP Ą Rlog ÌÏÇὖὅὍ ÌÏÇψχȟπωψπȟτψρÌÏÇὍὙὍ 0,66 (Park et al., 2007) 

RL ὖὅὍ πȟςςτὍὙὍ ρςπȟπς 0,82 (Arhin et al., 2015) 

RL ὖὅὍτȟωρυπȟρρςφὍὙὍpara 2,5<IRI<3,5 0,74 

(Adeli et al., 2021) RL ὖὅὍφȟπσψπȟτσψ ὍὙὍ para 3,5<IRI<5 0,76 

RL ὖὅὍυȟυτ πȟσσς ὍὙὍ para 5<IRI<8 0,59 

RL ὍὙὍ πȟπτυ ὖὅὍυȟπςτ 0,697 
(Piryonesi & El-Diraby, 

2021) 

RL ὍὙὍυȟυπτπȟρω ὃὋὉπȟπυς ὖὅὍ 0,89 
(Shibil P et al., 2021) 

RL 
Ὓὔ χςȟπτπυȟςστ ὃὋὉ

ςσȟσωρ ὝὩὼὸόὶὩ ὨὩὴὸὬ 
0,92 

RC 
Ὀ πȟππτὖὅὍπȟςττχὖὅὍ

υπυȟπυ 
0,0175 (Semnarshad et al., 2017) 

RE Ὓὔ πȟςρπψὩȟ  0,31 (Dasari et al., 2013) 
Nota: RL=regresión lineal, RP=regresión potencial, Rlog=regresión logarítmica, RC: regresión cuadrática, RE: 
Regresión exponencial. 

Tabla 2. Modelos de relaciones entre indicadores de la condición del pavimento. 
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2.3. Procedimiento para la obtención de datos 
Para estudiar la correlación entre los diferentes índices de condición del pavimento, se ha 

recurrido a la base de datos InfoPave del programa Long-Term Pavement Performance (LTPP) 

de la Administración Federal de Autopistas del Departamento de Transporte de los EE. UU. Se 

ha escogido esta base de datos por ser la más completa disponible (de acceso público) y recoger 

millones de registros sobre vías de comunicación de los Estados Unidos y Canadá. 

Dicha base de datos es accesible desde la página web: https://infopave.fhwa.dot.gov/. Para 

obtener la información, es necesario seleccionar (y, opcionalmente, filtrar) la información 

deseada, añadiéndola a una cesta virtual, y solicitando su remisión por parte de la 

administración de InfoPave a un correo electrónico. Una vez se encuentra disponible, se puede 

acceder a la información desde la web mediante un acceso por código, pudiendo descargarse 

en diversos formatos: hojas Excel (.xlsx), bases de datos de Microsoft SQL (.mdb), o copias de 

respaldo de Microsoft SQL Server (.bak), en función de la cantidad de información descargada. 

2.3.1. Filtrado de los datos 
Se han fijado las siguientes restricciones, considerando la clasificación cuyas características 

técnicas se acercan más a las vías de la red española (construcción, capacidad, volumen de 

tránsito, etc.). 

Clase funcional de la vía 
(Roadway Functional Class) 

Imagen 

Vía de distribución local de ámbito rural 
(Rural Local Collector) 

 

Vía de distribución menor de ámbito rural 
(Rural Minor Collector) 

 

Vía de distribución mayor de ámbito rural 
(Rural Major Collector) 

Arteria menor de ámbito rural 
(Rural Minor Arterial) 

 

Arteria principal de ámbito rural (otras) 
(Rural Principal Arterial – Other) 

Arteria principal de ámbito rural – Interestatal 
(Rural Principal Arterial – Interstate) 

 

Tipo de superficie 
Surface Type 

Pavimento de hormigón asfáltico 
(Asphalt Concrete Pavement, ACP) 

Tabla 3. Filtros aplicados a la selección de datos de InfoPave.3 

 
3 Fuente: FHWA (2000), Road Function Classifications. Accesible desde: 
https://safety.fhwa.dot.gov/speedmgt/data_facts/docs/rd_func_class_1_42.pdf. 

https://infopave.fhwa.dot.gov/
https://safety.fhwa.dot.gov/speedmgt/data_facts/docs/rd_func_class_1_42.pdf
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2.3.2. Selección y tratamiento de datos  
Los datos que se requieren vienen dispuestos en diferentes tablas, de forma que una vez 

obtenidos se deben unificar para poder evaluarlos.  

(1) Datos externos de tráfico 
Para nuestro estudio, interesa evaluar los datos de tráfico total y pesado, así como la carga 

equivalente para eje individual (ESAL). Esta información puede obtenerse desde LTPP InfoPave 

mediante la selección siguiente (activando la opción Show Advanced Data Classification). 

 Traffic  

ƈƄƄ  Monitored Traffic Data and Computed Parameters  

    ƈƄƄ  Traffic Summary Statistics  

        ƈƄƄ  Annual Estimates of Class and Loading  

            ƈƄƄ  Estimated Equivalent Axle Loads (ESALs)  

 

Disponemos de dos tablas diferenciadas en esta selección: 

- TRF_HIST_EST_ESAL: contiene la información estimada de la carga de tráfico de la vía 

recogida en EE. UU. antes del programa LTPP (eso es, con fecha anterior a 1990). 

- TRF_MON_EST_ESAL: dispone de las estimaciones de tráfico desde la fundación del 

programa LTPP (desde 1990). 

Ambas tablas contienen información semejante, interesándonos especialmente la relativa al 

tráfico total (AADT) y el tráfico pesado (AADTT), así como el KESAL de cada sección de vía. En la 

siguiente tabla, se desglosan los identificadores de las columnas que dichas tablas comparten y 

que son de interés en este estudio, así como sus unidades de referencia. 

Campo Código Descripción Unidades 

State Code STATE_CODE 

Código numérico para estado o 
provincia. Los códigos de los Estados 

Unidos son consistentes con los 
Estándares Federales de 

Procesamiento de Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la sección 
de prueba asignado por el programa 

LTPP. Debe combinarse con 
STATE_CODE para ser único. 

STRING 

Estimation 
Year 

YEAR_MON_EST 
Fecha en que fueron realizadas las 

mediciones. 
AAAA 

AADT All 
Vehicles 

AADT_ALL_VEHIC 
Estimación anual del tráfico medio 
diario de vehículos por la vía LTPP. 

INT 

AADT 
Combination 
Trucks LTPP 

Lane 

AADT_TRUCK_COMBO 
Estimación anual del tráfico medio 

diario de vehículos pesados por la vía 
LTPP. 

INT 

Annual 
Equivalent 
Single Axle 

Loads In 
1000s In 

LTPP Lane 
For Year 

ANL_KESAL_LTPP_LN_YR ESAL anual en miles para la vía LTPP. INT 
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Tabla 4. Columnas de interés de las tablas de tráfico. 

Dado que nos interesa conocer el impacto que estos valores tienen a lo largo del tiempo sobre 

la vía, consideraremos sus valores promediados en el período de vida del pavimento (Pa) con 

respecto a su número de construcción (CN). Esto implica que, para cada valor en cada año, se 

sumen los valores anuales de los años anteriores —siempre que compartan CN— y se dividan 

por el número de años considerados: 

ὃὃὈὝ
В ὃὃὈὝȦ

ὲ
ȠὃὃὈὝὝ

В ὃὃὈὝὝȦ

ὲ
ȠὑὉὛὃὒ

В ὑὉὛὃὒȦ

ὲ
 

siendo ὲ el número de años considerados hasta el año evaluado, e Ὥ cada uno de los años con 

datos de tráfico desde la fecha de asignación del número de construcción. 

De esta forma, tendremos una visión de la carga media de tráfico que la vía ha sufrido desde su 

construcción o última intervención. 

(2) Datos del pavimento 
Consideraremos como datos del pavimento su edad (Pavement Age, Pa) y su Número Estructural 

(Structural Number, SN). Esta información se encuentra o se deduce de dos tablas diferentes, 

que se pueden obtener mediante la siguiente selección: 

 Pavement Structure and Construction  

ƈƄƄ  General Section Information  

    ƈƄƄ  Experiment Type and Improvement (M&R) History  

 Traffic  

ƈƄƄ  Monitored Traffic Data and Computed Parameters  

    ƈƄƄ  Traffic Summary Statistics  

        ƈƄƄ  Equivalent Single Axle Loads (ESALs)  

 

Consideramos la edad del pavimento como la diferencia temporal entre la fecha de asignación 

de un Construction Number (CN) o fecha de construcción del pavimento (CN igual a 1), y la fecha 

de evaluación de la vía. En LTPP no disponemos de este valor, pero podemos deducirlo 

fácilmente partiendo de la fecha de asignación del CN, que podemos extraer de la tabla 

EXPERIMENT_SECTION, seleccionable como Experiment Type and Improvement (M&R) History. 

El contenido de interés de esta tabla es el mostrado a continuación: 
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Campo Código Descripción Unidades 

State Code STATE_CODE 

Código numérico para estado o provincia. 
Los códigos de los Estados Unidos son 

consistentes con los Estándares Federales 
de Procesamiento de Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la sección de 
prueba asignado por el programa LTPP. 

Debe combinarse con STATE_CODE para 
ser único. 

STRING 

Construction 
Number 

CONSTRUCTION_NO 

Número de evento utilizado para 
relacionar los cambios en la estructura del 
pavimento con otros elementos de datos 
dependientes del tiempo. Este campo se 

establece en 1 cuando una sección de 
prueba se acepta inicialmente en LTPP y se 

incrementa con cada cambio en la 
estructura de la capa. 

INT (1…) 

Construction 
Number 

Assign Date 
CN_ASSIGN_DATE 

Fecha de asignación para el inicio de un 
evento de construcción. Será igual a la 

fecha de aceptación cuando una sección de 
prueba se incluye por primera vez en LTPP, 

eso es, CONSTRUCTION_NO = 1. 

MM/DD/AAAA 

Tabla 5. Columnas de interés de la tabla de experimentación. 

El Número Estructural (SN) del pavimento es un valor numérico que refleja su resistencia y la 

capacidad que soporta. Dicha capacidad será mayor a medida que aumente el SN, siguiendo la 

fórmula siguiente: (AASHTO, 1993) 

Ὓὔ ὥẗὈ ὥẗὈ ẗά ὥẗὈ ẗά  

donde el valor de SN se encuentra en pulgadas; ὥȟὥȟὥ son los coeficientes de capa estructural 

del pavimento, la capa de base y la de subbase, respectivamente; ὈȟὈȟὈ  son los espesores 

de las capas anteriores (en pulgadas); y ά ȟά  son los coeficientes de drenaje de esas capas. 

Los SN asociados a cada segmento de la vía son proporcionados por LTPP en la tabla 

TRF_ESAL_INPUTS_SUMMARY, seleccionable como Equivalent Single Axle Loads (ESALs). Esta 

tabla contiene las siguientes columnas de interés: 
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Campo Código Descripción Unidades 

State Code STATE_CODE 

Código numérico para estado o provincia. 
Los códigos de los Estados Unidos son 

consistentes con los Estándares Federales 
de Procesamiento de Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la sección de 
prueba asignado por el programa LTPP. 
Debe combinarse con STATE_CODE para 

ser único. 

STRING 

Construction 
Number 

CONSTRUCTION_NO 

Número de evento utilizado para 
relacionar los cambios en la estructura del 
pavimento con otros elementos de datos 
dependientes del tiempo. Este campo se 

establece en 1 cuando una sección de 
prueba se acepta inicialmente en LTPP y se 

incrementa con cada cambio en la 
estructura de la capa. 

INT (1…) 

Structural 
Number 

SN_VALUE 
Número estructural utilizado en 

pavimentos asfálticos. 
FLOAT 

Tabla 6. Columnas de interés de la tabla de ESAL. 
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(3) Datos externos meteorológicos 
En LTPP disponemos de dos bases de datos climáticas diferenciadas: la Modern-Era 

Retrospective Analysis for Research and Applications (MERRA), y la Virtual Weather Station 

(VWS). Para nuestro caso, se ha escogido la segunda opción debido a que está directamente 

gestionada por LTPP y utiliza la misma codificación de los tramos de vía (a diferencia de MERRA, 

que requiere del uso de un diccionario para comparar su clasificación con la de LTPP). La 

información se puede obtener mediante la selección: 

 Climate  

ƈƄƄ  VWS -  Temperature, Humidity, Precipitation, Wind (Daily, Monthly, Annual)  

    ƊƄƄ  Precipitation  

    ƅ   ƊƄƄ  Annual  

    ƅ   ƈƄƄ  Monthly  

    ƊƄƄ  Temperature  

    ƅ   ƊƄƄ  Annual  

    ƅ   ƈƄƄ  Monthly  

    ƊƄƄ  Wind  

    ƅ   ƊƄƄ  Annual  

    ƅ   ƈƄƄ  Monthly  

    ƈƄƄ  Humidity  

        ƊƄƄ  Annual  

        ƈƄƄ  Monthly  

 

Dentro de la selección, se presentan diferentes tablas que estiman las condiciones climáticas 

que afectan a cada tramo de vía, según el año y mes de interés: 

- CLM_VWS_PRECIP_ANNUAL/MONTH: precipitación (total y nieve). 

- CLM_VWS_TEMP_ANNUAL/MONTH: temperatura, congelamiento y variabilidad. 

- CLM_VWS_WIND_ANNUAL/MONTH: velocidad del viento. 

- CLM_VWS_HUMIDITY_ANNUAL/MONTH: humedades máxima y mínima. 

Para nuestro propósito, podemos agrupar la colección de valores promediados anuales y 

mensuales en una única tabla. A continuación, se exponen las columnas de interés presentes en 

las tablas: 

Campo Código Descripción Unidades 

State Code STATE_CODE 

Código numérico para estado o 
provincia. Los códigos de los 

Estados Unidos son consistentes 
con los Estándares Federales de 
Procesamiento de Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la 
sección de prueba asignado por el 
programa LTPP. Debe combinarse 
con STATE_CODE para ser único. 

STRING 

Year YEAR 
Year for which VWS data were 

computed. 
YYYY 

Month MONTH 
Month when AWS data were 

collected. 
MM 

Total Annual 
Precipitation 

TOTAL_ANN_PRECIP Precipitación anual. mm 

Total 
Monthly 

Precipitation 
TOTAL_MON_PRECIP Precipitación mensual. mm 
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Campo Código Descripción Unidades 

Annual Total 
Snowfall 

TOTAL_SNOWFALL_YR Precipitación de nieve anual. mm 

Monthly 
Total 

Snowfall 
TOTAL_SNOWFALL_MONTH Precipitación de nieve mensual. mm 

Average 
Annual 

Temperature 
Average 

MEAN_ANN_TEMP_AVG Temperatura media anual. º C 

Average 
Monthly 

Temperature 
Average 

MEAN_MON_TEMP_AVG Temperatura media mensual. º C 

Annual 
Freezing 

Index 
FREEZE_INDEX_YR Índice de congelamiento por año.4 grados-día (º C) 

Monthly 
Freezing 

Index 
FREEZE_INDEX_MONTH Índice de congelamiento por mes. grados-día (º C) 

Annual 
Freeze Thaw 

FREEZE_THAW_YR 
Días anuales en que la 

temperatura osciló entre grados 
bajo y sobre cero. 

INT 

Monthly 
Freeze Thaw 

FREEZE_THAW_MONTH 
Días mensuales en que la 

temperatura osciló entre grados 
bajo y sobre cero. 

INT 

Average 
Annual Wind 

Average 
MEAN_ANN_WIND_AVG Velocidad media anual del viento. m/s 

Average 
Monthly 

Wind 
Average 

MEAN_MON_WIND_AVG 
Velocidad media mensual del 

viento. 
m/s 

Maximum 
Annual 

Humidity 
Average 

MAX_ANN_HUM_AVG 
Promedio anual de la humedad 

máxima diaria relativa. 
 % 

Maximum 
Monthly 
Humidity 
Average 

MAX_MON_HUM_AVG 
Promedio mensual de la humedad 

máxima diaria relativa. 
 % 

Minimum 
Annual 

Humidity 
Average 

MIN_ANN_HUM_AVG 
Promedio anual de la humedad 

mínima diaria relativa. 
 % 

Minimum 
Monthly 
Humidity 
Average 

MIN_MON_HUM_AVG 
Promedio mensual de la humedad 

mínima diaria relativa. 
 % 

Tabla 7. Columnas de interés de las tablas de clima VWS. 

 
4 El índice de congelamiento (en grados Celsius) se calcula siguiendo la fórmula: ὊὍ В π Ὕ ; 
donde ὲ es el total de días del período con temperaturas bajo cero, Ὥ son los días bajo esas 
temperaturas; y Ὕ es la temperatura media diaria del aire. 
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(4) IRI 
La información de la rugosidad de la vía es accesible a través de la selección: 

 Performance  

ƈƄƄ  Surface Characteristics  

    ƈƄƄ  Longitudinal Profile (IRI)  

        ƈƄƄ  Section Level IRI  

 

Dentro de la selección encontramos la tabla MON_HSS_PROFILE_SECTION, que contiene la 

información del IRI correspondiente a las bandas de rodadura izquierda y derecha del vehículo, 

y del centro de la vía (si la hubiere), así como un cálculo del IRI medio (MRI) entre ambas bandas. 

Esto se debe a que el estándar E1926-08 de la ASTM considera al MRI como una mejor medida 

de la rugosidad del pavimento, frente al IRI de cada una de las bandas de rodadura por separado. 

(ASTM, 2021) 

La definición de los campos (columnas) de la tabla puede apreciarse en la Tabla 8: 

Campo Código Descripción Unidades 

Visit Date VISIT_DATE Fecha en que se inició la visita al perfil. MM/DD/AAAA 

State Code STATE_CODE 

Código numérico para estado o 
provincia. Los códigos de los Estados 

Unidos son consistentes con los 
Estándares Federales de 

Procesamiento de Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la sección 
de prueba asignado por el programa 

LTPP. Debe combinarse con 
STATE_CODE para ser único. 

STRING 

Longitudinal 
Survey 

Unique Visit 
Number 

VISIT_NO 

Este valor normalmente contiene el 
STATE_CODE y SHRP_ID de la sección, 

además de dos caracteres para 
identificar de forma única un conjunto 
de ejecución a lo largo de la sección. Si 
bien esta convención de nomenclatura 

permite una fácil identificación de la 
sección, debe evitarse a tal efecto en 

la manipulación de datos. 

STRING 

Longitudinal 
Survey Run 

Number 
RUN_NUMBER 

Representa una sola pasada del 
equipo de inspección a lo largo de una 
sección determinada. Este valor solo 

es exclusivo de un VISIT_NO 
determinado. 

INT 

Left Wheel 
Path IRI 

IRI_LEFT_WHEEL_PATH 
IRI evaluado en la trayectoria de la 

rueda izquierda. 
m/km 

Right Wheel 
Path IRI 

IRI_RIGHT_WHEEL_PATH 
IRI evaluado en la trayectoria de la 

rueda derecha. 
m/km 

Center Lane 
IRI 

IRI_CENTER_LANE IRI evaluado en el centro de la vía. m/km 

Mean 
Roughness 

Index 
MRI 

Valor medio del IRI evaluado en las 
trayectorias de ambas ruedas. 

m/km 
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Campo Código Descripción Unidades 

Construction 
Number 

CONSTRUCTION_NO 

Número de evento utilizado para 
relacionar los cambios en la estructura 
del pavimento con otros elementos de 
datos dependientes del tiempo. Este 
campo se establece en 1 cuando una 

sección de prueba se acepta 
inicialmente en LTPP y se incrementa 

con cada cambio en la estructura de la 
capa. 

INT 

Tabla 8. Columnas de interés de la tabla de rugosidad (IRI). 

El IRI se calcula siguiendo el estándar ASTM E1170-97 (https://www.astm.org/e1170-

97r17.html), que plantea una simulación de la respuesta de un vehículo a la condición del 

pavimento considerando un modelo de suspensión basado en los cuatro puntos de contacto, 

correspondientes a los neumáticos (quarted-car simulation model): 

 

Figura 6. Esquema de un neumático sobre la vía en el 
modelo quarted-car. 

 

Figura 7. Esquema completo de un vehículo en el modelo 
quarted-car. 

La prueba se realiza a una velocidad de simulación de 80 km/h, y el resultado obtenido del 

cálculo se encuentra en unidades de m/km o in/mi (1 m/km = 63,36 in/mi). 

En LTPP disponemos de 5 muestras del IRI para cada segmento de vía. Esto se debe a que el 

equipo de medición realiza 5 pasadas (RUN), con el objetivo de comprobar el correcto 

funcionamiento del propio equipo y la corrección de las mediciones. Según el propio programa 

LTPP, mediante este muestreo se pueden detectar picos en la obtención del perfil de la vía, 

comprobar la calibración de los equipos, o detectar arranques tempranos, entre otros errores 

(Perera et al., 2008). En las tablas, podemos comprobar que las pasadas no son necesariamente 

consecutivas, ya que se descartan aquellas susceptibles de ser erróneas. 

De esta manera, y para cada visita, el IRI se obtendrá como la media de las 5 pasadas para las 

trayectorias de ambas ruedas (MRI) (Perera et al., 2008). 

ὓὙὍ
ρ

ς
ẗ
ρ

υ
ẗ ὍὙὍ ὶ

ρ

υ
ẗ ὍὙὍ ὶ

ρ

ρπ
ẗ ὍὙὍ ὶ ὍὙὍ ὶ  

Este mismo cálculo viene siendo realizado por otras administraciones, como la agencia 

Austroads (Australia), si bien reemplazando el promediado de los valores por una aproximación 

lineal o por mínimos cuadrados del conjunto de muestras (Wix et al., 2014). 

 

https://www.astm.org/e1170-97r17.html
https://www.astm.org/e1170-97r17.html
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(5) CRT, Skid Number 
Así como el CRT es ampliamente utilizado en España, Reino Unido, Australia y Nueva Zelanda, 

entre otros países; en los Estados Unidos se basan en el parámetro Skid Number. Por ello, en la 

base de datos de la LTPP no se dispone de datos del CRT, pero sí del Skid Number, pudiéndose 

descargar la información desde la selección siguiente (activando la opción Show Advanced Data 

Classification): 

 Performance  

ƈƄƄ  Surface Characteristics  

    ƈƄƄ  Friction  

 

Tanto el Coeficiente de Rozamiento Transversal (CRT) como el Skid Number son índices que 

evidencian la capacidad de adherencia que tienen los neumáticos de un vehículo sobre una vía, 

y su formulación, como veremos a continuación, es equivalente. Sin embargo, estos valores sólo 

serán válidos para unas condiciones de trabajo determinadas. 

Por orden de importancia, los factores que analíticamente han demostrado afectar más al 

coeficiente de fricción son:  

1. Humedad (presencia de agua) en el pavimento, disminuyendo el coeficiente de fricción 

a medida que aumenta la velocidad del vehículo. 

2. Altos volúmenes de tránsito, que degradan el agregado superficial del pavimento y 

disminuyen así el agarre del neumático. 

Otros factores coyunturales son: el modo de conducción, las propiedades del pavimento 

(estructura y capacidad de drenaje), grosor de la humedad superficial, características de los 

neumáticos, y velocidad de la conducción (Gallaway & Rose, 1970). 

Las fórmulas de los coeficientes son las siguientes: 

- Coeficiente de Rozamiento Transversal (Hu, 2011): 

Ὢ
Ὂ

ὗ
 

donde Ὢ es un valor adimensional en el rango πȟρ; Ὂ es la fuerza de fricción lateral; y 

ὗ es la fuerza normal ejercida por el neumático. 

 

- Skid Number: se define como el valor que refleja los resultados del deslizamiento de un 

pavimento siguiendo la prueba definida por el estándar E274/E274M-15 de la ASTM. La 

fórmula que se sigue es la siguiente (ASTM, 2020): 

Ὓὑὔ Ὂὡϳ ρππ 

donde Ὓὔ es el valor adimensional del Skid Number en el rango de πȟρππ; Ὂ es la fuerza 

horizontal aplicada sobre el neumático de prueba en el pavimento (en libras o newtons); 

y ὡ es la carga vertical dinámica aplicada sobre el neumático (en libras o newtons). 

De esta forma, podemos utilizar ambos índices de forma indistinta, si consideramos al SKN como 

un CRT en valor porcentual: 

ὛὑὔὅὙὝρππ 
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El programa LTPP recurre a administraciones externas para obtener los valores de adherencia 

del pavimento. Para calcularla, se recurre, principalmente, a dos dispositivos: 

- Mu-meter: es un dispositivo de acople tipo remolque, que permite obtener de forma 

continua las características de fricción del pavimento. Dispone de tres ruedas, 

encontrándose las exteriores orientadas 7 grados y medio con respecto a la trayectoria 

de arrastre (ruedas oblicuas, pero no frenadas), y sirviendo la rueda central como 

mecanismo de medición de la posición. De esta forma, el dispositivo permite estimar el 

esfuerzo lateral que sufriría un vehículo circulando en una curva. Los valores obtenidos 

son directamente multiplicados por 100, y recogidos como slip numbers. La velocidad 

de la prueba es de 40 mph (aprox. 64,37 km/h) (Gallaway & Rose, 1970). 

 

- Locked-wheel: el remolque dispone de dos ruedas que, una vez alcanzada la velocidad 

de conducción deseada (40 mph) se bloquean completamente, frenándose durante 

todo el intervalo de recogida de datos. De esta forma se obtiene la fuerza de tracción 

horizontal fruto de la fricción entre los neumáticos y el pavimento y, conociendo la carga 

dinámica vertical de las ruedas en la prueba, se aplica la fórmula anteriormente vista. Es 

la prueba más extendida, y se define según el estándar E274 de la ASTM 

(https://www.astm.org/e0274_e0274m-15r20.html). 

Por otra parte, y dependiendo del tipo de prueba, el intervalo de captura, frecuencia de 

muestreo y velocidad del vehículo pueden variar, aunque lo habitual sea trabajar en intervalos 

de 1 segundo, con un muestreo de 100 Hz (0,01 s) y a una velocidad de 40 mph. 

En las tablas de LTPP, podemos observar que se evalúa la fricción (Skid Number) al inicio y al 

final de cada tramo de vía, para cada prueba realizada. En cualquier caso, dado que ambos 

valores son muy parecidos, se puede utilizar el valor medio del SKN estimado para cada sección 

de vía, en la línea de otros estudios sobre la materia (Zimmer & Fernando, 2013). 

Ὓὑὔ
Ὓὑὔ Ὓὑὔ

ς
 

Desde la selección, podemos ver que la tabla MON_FRICTION contiene las siguientes columnas: 

Campo Código Descripción Unidades 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la sección de 
prueba asignado por el programa LTPP. 

Debe combinarse con STATE_CODE para 
ser único. 

STRING 

State Code STATE_CODE 

Código numérico para estado o provincia. 
Los códigos de los Estados Unidos son 

consistentes con los Estándares Federales 
de Procesamiento de Información. 

INT 

Construction 
number 

CONSTRUCTION_NO 

Número de evento utilizado para 
relacionar los cambios en la estructura del 
pavimento con otros elementos de datos 
dependientes del tiempo. Este campo se 

establece en 1 cuando una sección de 
prueba se acepta inicialmente en LTPP y se 

incrementa con cada cambio en la 
estructura de la capa. 

INT 

Friction Date FRICTION_DATE 
Fecha en que fueron realizadas las 

mediciones. 
MM/DD/AAAA 

https://www.astm.org/e0274_e0274m-15r20.html
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Campo Código Descripción Unidades 

Friction Time FRICTION_TIME 
Momento del día en que se realizaron las 

mediciones. 
hhmm 

Friction 
Number 

Begin 
FRICTION_NO_BEGIN 

FN entre el neumático y el pavimento en el 
principio de la sección. 

 % 

Friction 
Number End 

FRICTION_NO_END 
FN entre el neumático y el pavimento en el 

final de la sección. 
 % 

Friction 
Speed 

FRICTION_SPEED Velocidad del neumático mph 

Calibration 
Date 

CALIBRATION_DATE Fecha de calibración más reciente. MM/DD/AAAA 

Tabla 9. Columnas de interés de la tabla de fricción. 

(6) Deflexiones 
Los valores de deflexión de la vía se obtienen desde la selección: 

 Performance  

ƈƄƄ  Backcalculation and Deflection  

    ƈƄƄ  Deflection  

        ƈƄƄ  Deflection Raw Data  

 

La base de datos de LTPP (Long-Term Pavement Performance) relativa a las deflexiones se ha 

obtenido a partir del FWD (Falling Weight Deflectometer). Tal y como indica la norma ASTM D 

4694 (2020) este método de ensayo es un tipo de prueba de soporte de placa. La carga es un 

impulso de fuerza generado por un peso que se deja caer sobre un sistema de amortiguación y 

se transmite a través de una placa que descansa sobre la superficie del pavimento. El aparato 

de ensayo puede montarse en un vehículo o en un remolque adecuado arrastrado por un 

vehículo. El vehículo se detiene con la placa de carga colocada sobre el lugar de ensayo deseado. 

La placa y los sensores (geófonos) de deflexión se bajan a la superficie del pavimento. El peso se 

eleva hasta la altura que, al dejarlo caer, impartirá la fuerza deseada al pavimento. Se deja caer 

el peso y se mide el movimiento vertical resultante o la deflexión de la superficie del pavimento 

utilizando los instrumentos adecuados. Se pueden realizar múltiples pruebas a la misma o a 

diferentes alturas de caída antes de levantar el aparato y trasladarlo al siguiente lugar de prueba. 

Este método de ensayo permite determinar las deflexiones de la superficie del pavimento como 

resultado de la aplicación de una carga de impulso a la superficie del pavimento. Las deflexiones 

resultantes se miden en el centro de la carga y a varias distancias de la carga. Las deflexiones 

pueden correlacionarse directamente con el rendimiento del pavimento o utilizarse para 

determinar las características del material in situ de las capas del pavimento (ASTM 

International, 2020c). Algunos usos de los datos incluyen la evaluación estructural de los 

pavimentos nuevos o en servicio (ASTM International, 2020a).  

El LTPP, utiliza 7 o 9 geófonos colocados a distintas distancias del punto de aplicación de la carga 

(0 mm, 203 mm, 305 mm, 457 mm, 610 mm, 914 mm, 1.219 mm, 1.524 mm, -305mm) y se 

realizan las caídas desde 4 alturas diferentes para conseguir 4 fuerzas objetivo (27 kN, 40 kN, 53 

kN, 71 kN). Además, para cada altura se realizan 4 caídas, por tanto, para un mismo punto se 

tienen hasta 16 valores de deflexión en cada uno de los geófonos, resultando un total de 112 o 

144 valores en cada punto, para el caso de 7 o 9 sensores respectivamente. 
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Las deflexiones máximas del pavimento en cada lugar medido, resultantes del impulso de fuerza, 

se registran en milésimas de pulgada (2,54·10-5 m). Por otro lado, la fuerza máxima impartida 

por el peso que cae se mide con una célula de carga y se registra como la tensión media (la carga 

dividida por el área de la placa) en psi (6,89 kPa). 

De la base de datos del LTPP se tiene para cada ID (SHRP_ID), datos en diferentes años 

(TEST_DATE). En cada año, se mide la deflexión en varios puntos siguiendo trayectorias 

(LANE_NO / LANE_NO_EXP) distintas, por lo general 2 trayectorias. En cada punto (POINT_LOC) 

se hacen diferentes mediciones, con caídas del peso desde diferentes alturas (DROP_HEIGHT / 

DROP_HEIGHT_EXP) que imparten una fuerza (DROP_LOAD) al pavimento, registrándose la 

deflexión máxima en cada uno de los geófonos (PEAK_DEFL_1, PEAK_DEFL_2, PEAK_DEFL_3, 

PEAK_DEFL_4, PEAK_DEFL_5, PEAK_DEFL_6, PEAK_DEFL_7, PEAK_DEFL_8, PEAK_DEFL_9). 

Campo Código Descripción Unidades 

State Code STATE_CODE 

Código numérico para estado o 
provincia. Los códigos de los 

Estados Unidos son 
consistentes con los Estándares 
Federales de Procesamiento de 

Información. 

INT 

LTPP Section 
Identifier 

SHRP_ID 

Número de identificación de la 
sección de prueba asignado 
por el programa LTPP. Debe 

combinarse con STATE_CODE 
para ser único. 

STRING 

Test Date TEST_DATE 
Fecha en que fueron realizadas 

las mediciones. 
MM/DD/AAAA 

Test Time TEST_TIME 
Momento del día en que se 
realizaron las mediciones. 

hhmm 

Deflection 
Unit 

Identifier 
DEFL_UNIT_ID 

Número de serie del 
instrumento de medida. 

(X)XXX-XXX 

Point 
Location 

POINT_LOC 
Distancia desde el punto de 

inicio de las medidas de cada 
prueba. 

m 

FWD Test 
Lane Position 

Code 
LANE_NO 

Indica el tipo de 
prueba de deflexión (cuenca o 

transferencia de carga), la 
ubicación general de la prueba 
(borde del carril, trayectoria de 

la rueda, 
carril central, esquina o junta), 

y el tipo de material de 
superficie que se está 

probando. 

AX 
 

C = CRCP 
(Continuously 
Reinforced Concrete 
Pavement) 
F = Flexible Pavement 
J = JCP (Jointed 
Concrete Pavement) 
1 = middle lane at mid 
panel 
2 = lane edge at crack 
3 = lane edge at mid 
panel 
4 = load transfer in 
outer wheel path on 
crack approach 
5 = load transfer in 
outer wheel path on 
crack leave 
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Campo Código Descripción Unidades 

Drop Number DROP_NO 
Número secuencial que indica 
el orden de caída en la serie. 

 

Construction 
Number 

CONSTRUCTION_NO 

Número de evento utilizado 
para relacionar los cambios en 

la estructura del pavimento 
con otros elementos de datos 
dependientes del tiempo. Este 

campo se establece en 1 
cuando una sección de prueba 
se acepta inicialmente en LTPP 

y se incrementa con cada 
cambio en la estructura de la 

capa. 

INT (1…) 

Drop Height 
Code 

DROP_HEIGHT 
Código que indica la altura 

desde la que se lanzó la carga. 
INT 

Drop Load DROP_LOAD 
Pico de la carga arrojada (placa 

de presión). 
psi 

Peak 
Deflection 
Sensor 1-9 

PEAK_DEFL_1-9 
Pico de deflexión en el sensor 

1-9 
mils 

Non-
Decreasing 
Deflection 

Code 

NON_DECREASING_DEFL 

Código utilizado para 
identificar los registros de la 

prueba de la cuenca de 
deflexión con deflexiones no 

decrecientes. 

STRING 

Tabla 10. Columnas de interés de la tabla de deflexiones. 

El objetivo es obtener un único valor característico de deflexión para cada vía con un ID 

característico en cada año evaluado. Ante la falta de literatura al respecto se ha decidido 

considerar tres valores de deflexión: deflexión media, deflexión desfavorable y deflexión 

característica. A continuación, se indica el proceso a seguir para obtener dichos valores:  

1) Para cada punto (POINT) se considera únicamente el valor de deflexión máxima 

obtenida en el sensor situado bajo el punto de aplicación de la carga (PEAK_DEFL_1), 

con una caída desde la altura cuya fuerza objetivo son 40 kN (DROP_HEIGHT=2). De esta 

forma para cada punto se tiene un único valor de deflexión, en lugar de los 16 valores 

que se tenían inicialmente. 

2) Según la Norma 6.3-IC. Rehabilitación de firmes (2003) las trayectorias (generalmente 

con 11 puntos de medida) deben analizarse independientemente por lo que, para cada 

trayectoria (LANE_NO) se calculan: 

a. Deflexión media: es la media de las deflexiones obtenidas en el paso 1 en los 

puntos de la trayectoria. 

b. Deflexión desfavorable: es el máximo valor de las deflexiones obtenidas en el 

paso 1 en los puntos de la trayectoria. 

c. Deflexión característica: se calcula mediante la siguiente expresión 

considerando las deflexiones obtenidas en el paso 1 en los puntos de la 

trayectoria: 

Ὠ ά ςί 

Donde el valor medio y la desviación típica muestral se calculan como: 
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ά
ɫὨ

ὲ
ȠÓ

ɫὨ ά

ὲ ρ
 

Siendo Ὠ la deflexión patrón (sin corregir por humedad y temperatura) en el 

punto Ὥ, y ὲ el número de puntos medidos. 

(7) PCI 
El PCI es una de las metodologías más conocidas y usadas a nivel mundial para la evaluación y 

calificación objetiva de pavimentos flexibles y rígidos. Es de fácil implementación y no requiere 

de herramientas especializadas más allá del personal que evalúa el pavimento, detectando los 

tipos de deterioros, estipulando su severidad y midiendo su cantidad. De esta manera se obtiene 

un índice numérico que varía desde 0, para los pavimentos que se encuentran en mal estado, 

hasta 100, indicando los pavimentos que se encuentran en perfecto estado. 

Esta metodología se encuentra ampliamente extendida, de modo que existe una gran cantidad 

de bibliografía al respecto para su cálculo. En la actualidad, este índice es utilizado 

principalmente en los Estados Unidos y en Australia. En España, la Asociación Española de la 

Carretera propugna el empleo del PCI para plasmar la evaluación del estado del firme (Guía Para 

La Rehabilitación y La Gestión de Los Firmes de Las Carreteras Dependientes de Las 

Administraciones Locales, n.d.). Además, debido a su gran implantación, las principales 

desventajas de este índice han sido ampliamente estudiadas y se han corregido desde sus 

inicios. Permite la posibilidad de adaptarse a nuevas ciudades sin una calibración costosa, así 

como reducir los costes de estudio e investigación. No requiere la adquisición de equipos 

especializados ni software comerciales, sino un mínimo personal técnico necesario para la 

obtención del índice a través de inspección visual. 

En total, el PCI contempla 19 deterioros: 

¶ Piel de cocodrilo (Alligator Cracking) 

¶ Exudación (Bleeding) 

¶ Agrietamiento en bloque (Block Cracking) 

¶ Abultamiento y hundimiento (Bumps and Sags) 

¶ Corrugación (Corrugation) 

¶ Depresión (Depression) 

¶ Grieta de borde (Edge Cracking) 

¶ Grieta de reflexión de junta (Joint Reflection Cracking) 

¶ Desnivel carril (Lane / Shoulder Drop Off) 

¶ Grietas longitudinales y transversales (Longitudinal & Transversal Cracking) 

¶ Parcheo (Patching) 

¶ Pulimiento de agregados (Polished Aggregates) 

¶ Baches (Potholes) 

¶ Ahuellamiento (Rutting) 

¶ Desplazamiento (Shoving) 

¶ Grieta parabólica (Slippage Cracking) 

¶ Hinchamiento (Swell) 

¶ Meteorización o desprendimiento de agregados (Weathering or Raveling) 

¶ Cruce de vía férrea (Railroad Crossing) 
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Si bien no podemos obtener el PCI directamente mediante el programa LTPP, sí disponemos de 

la información de los deterioros presentes en cada sección de vía, y podemos recogerla 

mediante la siguiente selección: 

 Performance  

ƈƄƄ  Pavement Distress  

    ƈƄƄ  AC 

        ƈƄƄ  Manual Distress  

 

El PCI se calcula ponderando los diferentes daños presentes en la vía y su severidad, tal y como 

indica la norma ASTM D 6433 (Standard Practice for Roads and Parking Lots Pavement Condition 

Index Surveys) (ASTM International, 2020b). 

(8) Elaboración tabla maestra 
Partiendo de los datos obtenidos de LTPP, y una vez discriminados los de interés y calculados 

aquellos que no se pudieran obtener directamente, procedemos a crear una tabla maestra que 

relacione todos los índices y medidas del pavimento. 

En primer lugar, se realiza un procesado de las hojas de interés, de forma que podamos realizar 

una asignación unívoca entre un conjunto de segmentos de vía (código de estado más 

identificador del segmento),5 números de construcción, y fecha de la medición o prueba, y el 

correspondiente valor del índice o propiedad medida.  

Una vez procesada la información original de LTPP, la agrupación se realiza asignando los valores 

de cada tabla a las entradas de la inspección visual/PCI anteriormente obtenidas. Los criterios 

seguidos dependen de cada valor de interés trabajado: 

- Índices de condición del pavimento 

- Rugosidad (IRI): se asignarán valores por código de estado, ID del segmento, número de 

construcción, y fecha más próxima. Se añadirá el MRI, y también la diferencia anual 

entre la entrada de inspección y el índice). 

- Fricción (Skid Number): se asignarán valores por código de estado, ID del segmento, 

número de construcción, y fecha más próxima. Se añadirá el Skid Number, y la diferencia 

anual entre la entrada de inspección y el índice). 

- Deflexiones: se asignarán valores por código de estado, ID del segmento, número de 

construcción, y fecha más próxima. Se añadirán las deflexiones promedio, máxima (más 

desfavorable) y característica, y la diferencia anual entre la entrada de inspección y el 

índice). 

- Propiedades del firme 

- Edad del pavimento: se calcula y asigna por código de estado, ID del segmento, y número 

de construcción. 

- Número estructural: se asigna por código de estado, ID del segmento, y número de 

construcción. 

- Datos externos 

- Clima (VWS): se asigna por código de estado, ID del segmento, número de construcción 

y fecha (coincidiendo el año y el mes de interés con las entradas del PCI). Se incorporan 

todas las variables climáticas existentes. 

 
5 Referido a la implementación del programa LTPP, consistente en un State Code (STATE_CODE) y un 
Section Identifier (SHRP_ID), que funcionan como claves primarias en las tablas de la base de datos. 
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- Tráfico: se asigna por código de estado, ID del segmento, número de construcción y 

fecha (coincidiendo el año con las entradas del PCI). Se añaden los valores de AADT, 

AADTT y KESAL. 
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La siguiente tabla recoge todas las variables contempladas en la tabla maestra. 

Categoría Variable (código) Variable (descripción) Ud. 

Identificación 

STATE_CODE 
Código numérico para estado o provincia. Los códigos de los Estados Unidos son consistentes 
con los Estándares Federales de Procesamiento de Información. 

- 

STATE_CODE_EXP Nombre del Estado. - 

SHRP_ID 
Número de identificación de la sección de prueba asignado por el programa LTPP. Debe 
combinarse con STATE_CODE para ser único. 

- 

SURVEY_DATE Fecha. - 

CONSTRUCTION_NO 

Número de evento utilizado para relacionar los cambios en la estructura del pavimento con 
otros elementos de datos dependientes del tiempo. Este campo se establece en 1 cuando 
una sección de prueba se acepta inicialmente en LTPP y se incrementa con cada cambio en 
la estructura de la capa. 

- 

Deterioros 

GATOR_CRACK_A_L Área de grietas de cocodrilo severidad baja. sq ft 

GATOR_CRACK_A_M Área de grietas de cocodrilo severidad media. sq ft 

GATOR_CRACK_A_H Área de grietas de cocodrilo severidad alta. sq ft 

BLK_CRACK_A_L Área de agrietamiento en bloque severidad baja. sq ft 

BLK_CRACK_A_M Área de agrietamiento en bloque severidad media. sq ft 

BLK_CRACK_A_H Área de agrietamiento en bloque severidad alta. sq ft 

EDGE_CRACK_L_L Longitud de grieta de borde severidad baja. sq ft 

EDGE_CRACK_L_M Longitud de grieta de borde severidad media. sq ft 

EDGE_CRACK_L_H Longitud de grieta de borde severidad alta. sq ft 

LONG_CRACK_WP_L_L Longitud de grieta longitudinal de la trayectoria de la rueda severidad baja. ft 

LONG_CRACK_WP_L_M Longitud de grieta longitudinal de la trayectoria de la rueda severidad media. ft 

LONG_CRACK_WP_L_H Longitud de grieta longitudinal de la trayectoria de la rueda severidad alta. ft 

LONG_CRACK_WP_SEAL_L_L Longitud de grieta longitudinal de trayectoria de rueda bien sellada de gravedad baja. ft 

LONG_CRACK_WP_SEAL_L_M Longitud de grieta longitudinal de trayectoria de rueda bien sellada de gravedad media. ft 

LONG_CRACK_WP_SEAL_L_H Longitud de grieta longitudinal de trayectoria de rueda bien sellada de gravedad alta. ft 

LONG_CRACK_NWP_L_L Longitud de la fisura longitudinal fuera de la trayectoria de rodadura de severidad baja. ft 
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Categoría Variable (código) Variable (descripción) Ud. 

LONG_CRACK_NWP_L_M Longitud de la fisura longitudinal fuera de la trayectoria de rodadura de severidad media. ft 

LONG_CRACK_NWP_L_H Longitud de la fisura longitudinal fuera de la trayectoria de rodadura de severidad alta. ft 

LONG_CRACK_NWP_SEAL_L_L 
Longitud de la fisura longitudinal bien sellada fuera de la trayectoria de rodadura de 
severidad baja. 

ft 

LONG_CRACK_NWP_SEAL_L_M 
Longitud de la fisura longitudinal bien sellada fuera de la trayectoria de rodadura de 
severidad media. 

ft 

LONG_CRACK_NWP_SEAL_L_H 
Longitud de la fisura longitudinal bien sellada fuera de la trayectoria de rodadura de 
severidad alta. 

ft 

TRANS_CRACK_NO_L Número de grietas transversales de severidad baja. nº 

TRANS_CRACK_NO_M Número de grietas transversales de severidad media. nº 

TRANS_CRACK_NO_H Número de grietas transversales de severidad alta. nº 

TRANS_CRACK_L_L Longitud de grieta transversal de severidad baja. ft 

TRANS_CRACK_L_M Longitud de grieta transversal de severidad media. ft 

TRANS_CRACK_L_H Longitud de grieta transversal de severidad alta. ft 

TRANS_CRACK_SEAL_L_L Longitud de grieta transversal bien sellada de severidad baja. ft 

TRANS_CRACK_SEAL_L_M Longitud de grieta transversal bien sellada de severidad media. ft 

TRANS_CRACK_SEAL_L_H Longitud de grieta transversal bien sellada de severidad alta. ft 

PATCH_NO_L Número de parches de severidad baja. nº 

PATCH_NO_M Número de parches de severidad media. nº 

PATCH_NO_H Número de parches de severidad alta. nº 

PATCH_A_L Área de parches de severidad baja. sq ft 

PATCH_A_M Área de parches de severidad media. sq ft 

PATCH_A_H Área de parches de severidad alta. sq ft 

POTHOLES_NO_L Número de baches de severidad baja. nº 

POTHOLES_NO_M Número de baches de severidad media. nº 

POTHOLES_NO_H Número de baches de severidad alta. nº 

POTHOLES_A_L Área de baches de severidad baja. sq ft 

POTHOLES_A_M Área de baches de severidad media. sq ft 
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Categoría Variable (código) Variable (descripción) Ud. 

POTHOLES_A_H Área de baches de severidad alta. sq ft 

SHOVING_NO Número de desplazamientos. nº 

SHOVING_A Área de desplazamiento. sq ft 

BLEEDING Exudación. sq ft 

POLISH_AGG_A Área de pulimiento de agregados. sq ft 

RAVELING Área de desprendimiento de agregados. sq ft 

PUMPING_NO Número de bombeos. nº 

PUMPING_L Longitud de bombeo. ft 

OTHER Observaciones realizadas sobre la toma de datos de los deterioros. - 

SURVEY_WIDTH Ancho del pavimento medido para medir el deterioro. ft 

WP_LENGTH_CRACKED Longitud agrietada de la trayectoria de la rueda. ft 

TRANS_CRACK_L_GT183 Longitud de grieta transversal superior a 1,83 m. ft 

Indicadores 

PCI Valor del PCI. adim. 

IRI Valor medio del IRI evaluado en las trayectorias de ambas ruedas. m/km 

IRI_YEAR_DIF 
Años transcurridos entre la toma de datos del PCI y la del IRI. Si el valor es negativo es que la 
toma del PCI fue posterior. Si el valor es positivo es que la toma del PCI fue anterior. 

años 

F1_DEF_AVG Deflexión media de la trayectoria central del carril (F1). microns 

F1_DEF_MAX Deflexión máxima de la trayectoria central del carril (F1). microns 

F1_DEF_CHR Deflexión característica de la trayectoria central del carril (F1). microns 

F3_DEF_AVG Deflexión media de la trayectoria de rodadura (F3). microns 

F3_DEF_MAX Deflexión máxima de la trayectoria de rodadura (F3). microns 

F3_DEF_CHR Deflexión característica de la trayectoria de rodadura (F3). microns 

DEF_YEAR_DIF 
Años transcurridos entre la toma de datos del PCI y la de la deflexión. Si el valor es negativo 
es que la toma del PCI fue posterior. Si el valor es positivo es que la toma del PCI fue anterior. 

años 

SKID_NUMBER Fricción media al principio y al final del tramo.  % 

SKN_YEAR_DIF 
Años transcurridos entre la toma de datos del PCI y la del Skid Number. Si el valor es negativo 
es que la toma del PCI fue posterior. Si el valor es positivo es que la toma del PCI fue anterior. 

años 
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Categoría Variable (código) Variable (descripción) Ud. 

Tráfico 

AADT 
Estimación anual del tráfico medio diario de vehículos por la vía LTPP, calculada como 
promedio de los años desde fecha de asignación hasta fecha de evacuación de cada PCI. 

nº 

AADT_CUM Datos acumulados de la estimación anual del tráfico medio diario de vehículos por la vía LTPP. nº 

AADTT 
Estimación anual del tráfico medio diario de vehículos pesados por la vía LTPP, calculada 
como promedio de los años desde fecha de asignación hasta fecha de evacuación de cada 
PCI. 

nº 

AADTT_CUM 
Datos acumulados de la estimación anual del tráfico medio diario de vehículos pesados por 
la vía LTPP 

nº 

KESAL 
ESAL anual en miles para la vía LTPP, calculada como promedio de los años desde fecha de 
asignación hasta fecha de evacuación de cada PCI. 

nº 

KESAL_CUM Datos acumulados de ESAL anual en miles para la vía LTPP. nº 

Pavimento 
Pa Edad del pavimento desde fecha de asignación hasta fecha evacuación de cada PCI. años 

SN Número estructural utilizado en pavimentos asfálticos. adim. 

Clima 

TOTAL_ANN_PRECIP Precipitación anual. mm 

TOTAL_MON_PRECIP Precipitación mensual. mm 

TOTAL_SNOWFALL_YR Precipitación de nieve anual. mm 

TOTAL_SNOWFALL_MONTH Precipitación de nieve mensual. mm 

MEAN_ANN_TEMP_AVG Temperatura media anual. deg C 

MEAN_MON_TEMP_AVG Temperatura media mensual. deg C 

FREEZE_INDEX_YR Índice de congelamiento por año. deg C degree days 

FREEZE_INDEX_MONTH Índice de congelamiento por mes. deg C degree days 

FREEZE_THAW_YR Días anuales en que la temperatura osciló entre grados bajo y sobre cero. days 

FREEZE_THAW_MONTH Días mensuales en que la temperatura osciló entre grados bajo y sobre cero. days 

MEAN_ANN_WIND_AVG Velocidad media anual del viento. m/s 

MEAN_MON_WIND_AVG Velocidad media mensual del viento. m/s 

MAX_ANN_HUM_AVG Promedio anual de la humedad máxima diaria relativa.  % 

MAX_MON_HUM_AVG Promedio mensual de la humedad máxima diaria relativa.  % 

MIN_ANN_HUM_AVG Promedio anual de la humedad mínima diaria relativa.  % 
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Categoría Variable (código) Variable (descripción) Ud. 

MIN_MON_HUM_AVG Promedio mensual de la humedad mínima diaria relativa.  % 

CLIMATIC ZONE Zona climática. Texto 

MON_PREC_CUM Precipitación mensual acumulada. mm 

MON_SNOW_CUM Nieve mensual acumulada. mm 

Tabla 11. Variables contempladas en la tabla maestra. 
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2.4. Objetivos y metodología de análisis 
Este apartado recoge los objetivos de análisis, así como la metodología empleada. También se 

explican las técnicas estadísticas aplicadas para analizar el conjunto de datos de la muestra. 

2.4.1. Objetivos de análisis 
El objeto de esta tarea es analizar la relación entre los diferentes indicadores para la valoración 

de la condición del pavimento. El indicador principal para la valoración de la condición del 

pavimento es el PCI, por tanto, se pretende analizar la relación entre éste y el resto de los 

indicadores considerados (IRI, deflexiones y Skid Number). También se analiza la relación entre 

los indicadores IRI, deflexiones y Skid Number y los deterioros. Además, partiendo de dicho 

análisis, se incorporan variables de tráfico, el PCI y climáticas. Por tanto, los objetivos específicos 

planteados son: 

0. Analizar si existen diferencias significativas entre categorías de variables. 

1. Analizar la relación entre el PCI y el resto de los indicadores considerados (IRI, 

deflexiones y Skid Number). 

2. Analizar la relación entre cada uno de los indicadores (IRI, deflexiones y Skid 

Number) y el resto de las variables (deterioros, tráfico, PCI y clima). 

2.4.2. Metodología de análisis 
La metodología empleada para alcanzar los objetivos se puede resumir en tres pasos: 

1. Selección por zonas climáticas. 

2. Limpieza de datos: eliminación datos anómalos. 

3. Análisis estadístico. 

(1) Paso 1: selección por zonas climáticas 
Los datos se han obtenido de la base de datos Long-Term Pavement Performance (LTPP), tal y 

como se explica en el apartado 3. Se consideran únicamente vías interurbanas, de pavimento 

flexible, de todos los estados posibles de los Estados Unidos. Se dispone de un total de 11.187 

registros, tomados durante un periodo de 29 años (1988-2017), abarcando un total de 48 

estados. 

Sin embargo, se han descargado los datos de los Estados Unidos para una posterior aplicación 

en España, de modo que es necesario filtrar los datos descargados para considerar únicamente 

los que se correspondan con un clima similar al de España. Ello requiere, en primer lugar, 

identificar y clasificar el clima de España.  

La norma española de Rehabilitación de firmes (Norma6.3 IC: Rehabilitación de Firmes, 2003) 

ofrece una clasificación del territorio nacional en función de la precipitación media anual (mm) 

y la zona térmica estival (ęC), como reflejan las Figuras 3 y 4, respectivamente. 
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Figura 8. Zonas con nivel de precipitación anual semejante. Fuente: Norma 6.3 IC: Rehabilitación de Firmes (2003). 
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Figura 9. Zonas térmicas estivales. Fuente: Norma 6.3 IC: Rehabilitación de Firmes (2003). 

La Norma 6.3 IC: Rehabilitación de Firmes no indica los criterios para determinar si la zona 

térmica estival es templada, media o cálida. Estos criterios dependerán de la Temperatura 

Media Estival (TME) (temperatura media de los meses de verano -junio, julio y agosto-).  

Se han descargado los datos mensuales por estaciones meteorológicas de 

https://datosclima.es/Aemethistorico/Tempestad.php, para establecer una clasificación 

cuantitativa que concuerde con el mapa de la normativa.  

Finalmente, se clasifican las distintas zonas térmicas estivales en función de la TME tal que: 

- Templada: 11ęC ≤ TME ≤ 16ęC 

- Media: 16ęC < TME < 23ęC 

- Cálida: 23ęC ≤ TME ≤ 29ęC 

En base a todo ello, se pueden diferenciar cuatro áreas climáticas existentes en España (ver 

Tabla 13): 

https://datosclima.es/Aemethistorico/Tempestad.php
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Área climática 
Codificación área 

climática 
Precipitación media 

anual (mm) 
Temperatura Media 

Estival (°C) 

LLUVIOSA – TEMPLADA LL-T ≥ 600 11 ≤ TME ≤ 16 

POCO LLUVIOSA – MEDIA PLL-M < 600 
16 < TME < 23 

LLUVIOSA – MEDIA  LL-M ≥ 600 

POCO LLUVIOSA – CÁLIDA  PLL-C < 600 23 ≤ TME ≤ 29 

Tabla 12. Áreas climáticas en España. 

Tras la selección por zonas climáticas la muestra se compone de 4.638 registros, tomados 

durante un periodo de 28 años (1.989-2.017), abarcando un total de 34 estados de los Estados 

Unidos. Las Tablas 14 y 15 recogen la distribución de los registros por años y por estados, 

respectivamente. 

Año N  Año N 

1989 25  2004 284 

1990 127  2005 143 

1991 211  2006 67 

1992 188  2007 123 

1993 206  2008 40 

1994 208  2009 148 

1995 269  2010 95 

1996 179  2011 89 

1997 259  2012 103 

1998 243  2013 54 

1999 322  2014 73 

2000 239  2015 64 

2001 267  2016 105 

2002 263  2017 44 

2003 200    

Tabla 13. Distribución de registros por años. 

Código 
Estado 

Estado N  Código 
Estado 

Estado N 

2 Alaska 27  32 Nevada 204 

4 Arizona 265  34 New Jersey 185 

6 California 237  35 New Mexico 334 

8 Clorado 145  36 New York 155 

9 Connecticut 68  37 North Carolina 24 

15 Hawaii 7  38 North Dakota 2 

16 Idaho 136  39 Ohio 152 

17 Illinois 62  41 Oregon 52 

18 Indiana 209  42 Pennsylvania 135 

19 Iowa 127  46 South Dakota 176 

20 Kansas 35  49 Utah 168 

21 Kentucky 26  50 Vermont 45 

23 Maine 121  51 Virginia 28 

26 Michigan 273  53 Washington 135 
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Código 
Estado 

Estado N  Código 
Estado 

Estado N 

27 Minnesota 310  54 West Virginia 14 

30 Montana 455  55 Wisconsin 175 

31 Nebraska 11  56 Wyoming 140 

Tabla 14. Distribución de registros por estados de los Estados Unidos. 

(2) Paso 2: limpieza de datos. Eliminación de datos anómalos 
El valor del PCI depende del tipo de deterioro y su severidad. Los datos de los deterioros del 

pavimento, descargados de la base de datos de la LTPP, fueron recogidos mediante inspección 

visual. El largo periodo de tiempo y la amplia zona geográfica que abarca la muestra implica que 

los datos fueron recogidos por diferentes agencias, diferente personal, diferentes tipos de 

tecnologías y bajo diversas condiciones ambientales. Por tanto, es imprescindible comprobar 

que no haya datos anómalos en la evolución de los deterioros ni del PCI a lo largo del tiempo. Es 

decir, se debe comprobar que, sin realizar actuaciones de mantenimiento, el PCI disminuye con 

el paso del tiempo y los deterioros aumentan en cantidad y severidad.  

Para ello, se analiza de forma cualitativa: 

- La evolución del PCI en el tiempo de cada sección. Se calcula la variación de PCI que 

tiene lugar en la sección sin que se realice ninguna actuación de mantenimiento. Si no 

se realizan actuaciones de mantenimiento, el PCI debe ir disminuyendo con el paso del 

tiempo.  

- La evolución de los deterioros en el tiempo de cada sección. Se analiza cómo 

evolucionan los deterioros con el paso del tiempo para cada una de las secciones sin que 

se realicen actuaciones de mantenimiento. Si no se realiza ninguna actuación de 

mantenimiento, los deterioros deben ir aumentando con el paso del tiempo tanto en 

cantidad como su severidad. 

Se eliminan los datos en los que el PCI presenta una variación positiva, así como los datos en los 

que los deterioros disminuyen su severidad y cantidad con el paso del tiempo. De esta forma, la 

muestra final es de 4.128 registros: 36 en el área climática LL-T, 1.541 PPL-M, 2.025 LL-M y 526 

PLL-C. Cabe esperar que esta depuración de los datos permita mejores resultados estadísticos. 

De todos modos, se comprueba mediante un análisis estadístico si esta reducción de la muestra 

afecta de algún modo en los resultados. Se observa que, efectivamente, la bondad de ajuste es 

mayor en todos los casos. 

(3) Paso 3: análisis estadístico 

Objetivo 0. Analizar si existen diferencias significativas entre categorías de variables 

El objetivo es analizar si hay diferencias significativas entre las categorías de las variables 

CLIMATIC ZONE y PCI. Las categorías de la primera variable se han definido en el paso 1 de esta 

metodología, en el apartado 4.2.1. Sin embargo, las categorías de la variable PCI se establecen 

según la escala proporcionada que establece la norma ASTM D 6433, la cual se refleja en la 

Figura 10. La Tabla 15 recoge las diferentes categorías de estas variables. 
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Figura 10. Niveles de PCI según rangos de valores. Fuente: ASTM D 6433 (2020). 

Variable Categorías de la variable 

CLIMATIC ZONE 

LLUVIOSA-TEMPLADA 

POCO LLUVIOSA-MEDIA 

LLUVIOSA-MEDIA 

POCO LLUVIOSA-CÁLIDA 

PCI 

NIVEL 1 (0<PCI≤10) 

NIVEL 2 (10<PCI≤25) 

NIVEL 3 (25<PCI≤40) 

NIVEL 4 (40<PCI≤55) 

NIVEL 5 (55<PCI≤75) 

NIVEL 6 (75<PCI≤85) 

NIVEL 7 (85<PCI≤100) 

Tabla 15. Categorías de las variables. 

Para poder analizar los datos es imprescindible conocer la forma de la distribución de los datos: 

si siguen una distribución normal o no; y en función de ello, seleccionar un análisis paramétrico 

o no paramétrico, respectivamente.  

Una forma gráfica de obtener una perspectiva adecuada de la variable es a través de un 

histograma. Un histograma es una representación gráfica de los datos que muestra la frecuencia 

de los casos (valores de los datos) en categorías de datos. Las frecuencias se representan para 

examinar la forma de la distribución de respuestas. Para las variables continuas se forman 

categorías, dentro de las cuales la frecuencia de los valores de datos está tabulada. Una variante 

del histograma es el diagrama de tallo y hojas que presenta el mismo cuadro gráfico pero que 

también proporciona una enumeración de los valores de los datos reales (Hair et al., 1999).  
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Sin embargo, estas representaciones gráficas no son un sustituto de las medidas de diagnóstico 

estadístico de normalidad. Para comprobar la normalidad de los datos se lleva a cabo la prueba 

de Kolmogorov-Smirnov con el software IBM SPSS Satistics. Esta prueba parte de la hipótesis 

nula de que los datos siguen una distribución normal. La salida de esta prueba contiene los 

grados de libertad asociados y el valor de significación (Sig.). Este último permite interpretar el 

resultado de la misma: si es menor a 0,05 los datos no siguen una distribución normal, y por 

tanto, se debe utilizar estadística no paramétrica (Field, 2009). 

La tabla maestra recoge 90 variables numéricas: 52 variables de deterioros, 12 variables relativas 

a los indicadores, 1 de la edad del pavimento, 6 variables de tráfico y 18 relativas al clima. Sin 

embargo, en el análisis estadístico se consideran 54 variables numéricas (38 variables de 

deterioros, 9 variables relativas a los indicadores, 2 variables del pavimento (edad y número 

estructural), 3 variables de tráfico y 2 relativas al clima), presentando todas una distribución no 

normal. Los resultados de esta prueba se encuentran en el Anexo I. Distribución de los datos de 

las variables. Por tanto, para evaluar si existen diferencias significativas entre las categorías de 

las variables se emplea el análisis no paramétrico de Kruskal-Wallis sobre todas las variables de 

deterioros y de los indicadores con el software IBM SPSS Satistics. 

Este análisis permite comprobar las diferencias entre varios grupos independientes. Parte de la 

hipótesis nula de que los datos siguen no presenten diferencias significativas entre los grupos 

independientes. Los resultados de esta prueba son: el estadístico H de Kruskal Wallis, sus grados 

de libertad y el valor de significación. Este último permite interpretar el resultado de la misma: 

si es menor a 0,05 se rechaza la hipótesis nula, y por tanto, los grupos son significativamente 

diferentes (Field, 2009). 

Objetivo 1. Analizar la relación entre el PCI y el resto de los indicadores considerados (IRI, 

deflexiones y Skid Number) 

El objetivo es analizar la relación entre el PCI y el resto de los indicadores considerados (IRI, 

deflexiones y Skid Number) y poder predecir los valores de los indicadores a partir del PCI. Por 

tanto, se llevarán a cabo tres análisis diferentes: 

1. Análisis de la relación entre el PCI y el IRI. 

2. Análisis de la relación entre el PCI y las deflexiones. 

3. Análisis de la relación entre el PCI y el Skid Number. 

Dos variables pueden estar relacionadas de tres maneras: (i) positivamente (cuanto más alto es 

el valor de una variable, más alto es el valor de la otra variable), (ii) no tener ninguna relación 

entre ellas, o (iii) negativamente (cuanto más alto es el valor de una variable, más bajo es el de 

la otra variable) (Field, 2009). 

Cuando las variables son cuantitativas y existe una relación entre ellas, esta relación puede 

calcularse con el coeficiente de correlación de Pearson (si las variables cumplen los supuestos 

paramétricos). En el caso de que las variables no sean cuantitativas o que las variables incumplan 

los supuestos paramétricos (como por ejemplo datos con distribución no normal), es más 

adecuado calcular la relación entre ellas mediante el coeficiente de correlación de Spearman. 

Ambos coeficientes, el de Pearson y el de Spearman, se interpretan del mismo modo. El 

coeficiente toma valores entre -1 y 1. El valor numérico indica la magnitud de la correlación, 

mientras que el signo del coeficiente indica la dirección de la correlación. Los valores cercanos 

a 0 indican una correlación mínima o nula y los cercanos a 1 una correlación muy buena. El 

coeficiente de correlación cuantifica la correlación entre dos variables cuando realmente existe 
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la relación. Sin embargo, el hecho de que exista correlación entre las variables no implica que 

exista causalidad o dependencia entre ellas(Field, 2009).  

Las variables de los diferentes indicadores son variables cuantitativas continuas que no siguen 

una distribución normal. Por lo tanto, se emplea el análisis de correlación mediante 

correlaciones bivariadas con el coeficiente de correlación de Spearman no paramétrico, 

utilizando el software IBM SPSS Statistics. El resultado de esta prueba muestra los grados de 

libertad y el valor de significación (Sig.) del coeficiente de correlación. Este último debe ser 

menor a 0,05 para que la correlación sea significativa. Cuanto menor sea el valor de significación 

(0,01; 0,001; 0,0001), más fuerte será la certeza de que un hecho no se debe al azar (Field, 2009). 

Este análisis permite identificar si hay variables que presentan multicolinealidad y así, disminuir 

el número de variables. La colinealidad es la asociación, medida como correlación, entre dos 

variables independientes. Se denomina multicolinealidad si es entre más de dos variables 

independientes.  Se dice que dos variables predictor exhiben una completa colinealidad si su 

coeficiente de correlación es 1 y una completa falta de colinealidad si su coeficiente de 

correlación es 0. Se considera que las variables son multicolineales a partir de un coeficiente de 

correlación mayor a 0,8.  El impacto de la multicolinealidad consiste en reducir el poder 

predictivo de cualquier variable independiente individual en la medida en que está asociado con 

las otras variables independientes. Conforme se incrementa la colinealidad, la varianza única 

explicada por cada variable independiente se reduce y el porcentaje de predicción compartida 

aumenta (Hair et al., 1999). De este modo, se puede escoger una de entre todas las variables 

que presenten multicolinealidad, reduciendo así el número de variables consideradas. 

Para interpretar los valores de los coeficientes de correlación se ha seguido la clasificación según 

el rango de valores que se muestra en la Tabla 16.  

Rango de valores del coeficiente Interpretación de los valores del coeficiente 

0,0 Relación nula 

Entre 0,0 y 0,2 Relación muy baja 

Entre 0,2 y 0,4 Relación baja 

Entre 0,4 y 0,6 Relación moderada 

Entre 0,6 y 0,8 Relación alta 

Entre 0,8 y 1,0 Relación muy alta 

1,0 Relación perfecta 

Tabla 16. Interpretación del coeficiente de correlación. Fuente: Basado en (Sanz Benlloch, 2015) 

Las correlaciones pueden ser muy útiles para medir la relación entre dos variables, pero se 

puede llevar este proceso un paso más allá de los datos recogidos y predecir una variable a partir 

de otra mediante regresiones (Field, 2009). Si se predice una variable a partir de otra variable se 

conoce como regresión simple, mientras que, si se predice a partir de varias variables, se 

denomina regresión múltiple. Todas las variables implicadas deben ser cuantitativas. 

En los tres análisis contemplados en este objetivo se involucran dos variables, por tanto, se 

realizan regresiones simples mediante el software IBM SPSS Statistics. Este software permite 

realizar varios tipos de regresiones simples: lineales y no lineales (exponenciales, potenciales, 

logarítmicas…), además de diferentes métodos que permiten especificar cómo se introducen las 

variables predictoras en el análisis. De este modo, utilizando distintos métodos se pueden 

obtener varios modelos de regresión a partir del mismo conjunto de variables. Los diferentes 

métodos son: 
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- Introducir: Procedimiento para la selección de variables en el que todas las variables de 

un bloque se introducen en un solo paso. 

- Por pasos: En cada paso se introduce la variable independiente que no se encuentre ya 

en la ecuación y que tenga la probabilidad para F más pequeña, si esa probabilidad es 

suficientemente pequeña. Las variables ya introducidas en la ecuación de regresión se 

eliminan de ella si su probabilidad para F llega a ser suficientemente grande. El método 

termina cuando ya no hay más variables candidatas a ser incluidas o eliminadas. 

- Eliminar: Procedimiento para la selección de variables en el que las variables de un 

bloque se eliminan en un solo paso. 

- Eliminación hacia atrás: Procedimiento de selección de variables en el que se introducen 

todas las variables en la ecuación y después se van excluyendo una tras otra. Aquella 

variable que tenga la menor correlación parcial con la variable dependiente será la 

primera en ser considerada para su eliminación. Si satisface el criterio de eliminación, 

se eliminará. Tras haber excluido la primera variable, se pondrá a prueba aquella 

variable, de las que queden en la ecuación, que presente una correlación parcial más 

pequeña. El procedimiento termina cuando ya no quedan en la ecuación variables que 

satisfagan el criterio de eliminación. 

- Hacia adelante: Procedimiento de selección de variables por pasos en el que las 

variables se introducen secuencialmente en el modelo. La primera variable que se 

considerará introducir en la ecuación será la que tenga mayor correlación, positiva o 

negativa, con la variable dependiente. Dicha variable se introducirá en la ecuación sólo 

si cumple el criterio de entrada. Si se introduce la primera variable, a continuación se 

considerará la variable independiente cuya correlación parcial sea la mayor y que no 

esté en la ecuación. El procedimiento termina cuando ya no quedan variables que 

cumplan el criterio de entrada. 

Los principales resultados de esta prueba son, para cada modelo: el coeficiente R2, R2
corregido, los 

grados de libertad, el nivel de significación, la ecuación de regresión definida por la constante 

(b0) y los coeficientes de regresión (bn) de cada variable. 

El coeficiente de determinación (R2) del modelo mide la proporción de la varianza de la variable 

criterio (o variable dependiente) sobre su media, que es explicada por las variables 

independientes o predictor. La variable criterio es la variable a predecir o explicar por el conjunto 

de variables independientes. Las variables independientes o predictor son las variables elegidas 

como predictores y que potencialmente explicarían la variable criterio. El coeficiente R2 puede 

variar entre 0 y 1. Si el modelo de regresión es estimado y aplicado apropiadamente, el 

investigador puede asumir que cuanto mayor sea el valor de R2, mayor será el poder explicativo 

de la ecuación de regresión y por tanto mejor la predicción de la variable criterio. Valores de 0,6 

o superiores se consideran aceptables (Hair et al., 1999). Este coeficiente también se conoce 

como índice de ajuste o índice de correlación al cuadrado. 

El coeficiente de determinación corregido (R2
corregido) es la medida modificada del coeficiente de 

determinación que tiene en cuenta el número de variables predictor incluidas en la ecuación de 

regresión. Aunque la adición de variables a la regresión siempre provocará el aumento del 

coeficiente de determinación, el coeficiente de determinación corregido puede caer si las 

variables independientes añadidas tienen escaso poder explicativo y/o si los grados de libertad 

se vuelven demasiado pequeños. Este estadístico es muy útil para comparar entre ecuaciones 

con un número diferente de variables independientes, o tamaños muéstrales diferentes, o 

ambos (Hair et al., 1999). 
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El valor de significación (Sig.) debe ser menor a 0,05 para que la correlación sea significativa. 

Cuanto menor sea el valor de significación (0,01; 0,001; 0,0001), más fuerte será la certeza de 

que un hecho no se debe al azar (Field, 2009). 

La ecuación de regresión queda definida por (Hair et al., 1999): 

- La constante (b0): valor del eje Y (eje de la variable criterio) donde la línea definida por 

la ecuación de regresión Y = b0 + b¡X¡ corta el eje. Además de su papel en la predicción, 

la constante puede o no tener una interpretación práctica. La constante representa el 

cambio en la variable criterio en ausencia de la variable predictor. Pero en muchos 

casos, la constante sólo tiene valor predictivo dado que no existe situación en la cual 

están ausentes todas las variables predictor. 

- Los coeficientes de regresión (bn): valor numérico del parámetro estimado directamente 

asociado con las variables independientes; por ejemplo, en el modelo Y= b0+ b1 X1, el 

valor b1 es el coeficiente de regresión de la variable X1. En el modelo de regresión 

múltiple (es decir, Y= b0+ b1 X1+ b2 X2), los coeficientes de regresión son parciales porque 

cada uno tiene en cuenta no sólo las relaciones entre Y y X1 y entre Y y X2 sino también 

entre X1 y X2. El coeficiente no está limitado en su rango, ya que está basado tanto en el 

grado de asociación como en las unidades de escala de la variable predictor. Por 

ejemplo, dos variables con la misma asociación a Y tendrían diferentes coeficientes si 

una variable predictor se midió en una escala sobre 7 puntos y otra basada en una escala 

de 100 puntos. 

Objetivo 2. Analizar la relación entre cada uno de los indicadores (IRI, deflexiones y Skid Number) 

y el resto de las variables (deterioros, tráfico, PCI y clima) 

El objetivo es analizar la relación entre cada indicador y el resto de las variables consideradas 

(deterioros, tráfico, PCI y clima) y poder predecir los valores de los indicadores a partir de dichas 

variables. Para ello se parte de un análisis que relacione cada uno de los indicadores con los 

deterioros, y posteriormente se van añadiendo el resto de las variables consideradas (tráfico, 

PCI y clima). Por tanto, se llevarán a cabo un total de 12 análisis diferentes: 

1. Análisis de la relación entre el IRI y el resto de las variables. 

a. Análisis de la relación entre el IRI y los deterioros. 

b. Análisis de la relación entre el IRI y los deterioros y el tráfico. 

c. Análisis de la relación entre el IRI y los deterioros, el tráfico y el PCI. 

d. Análisis de la relación entre el IRI y los deterioros, el tráfico, el PCI y el clima. 

2. Análisis de la relación entre las deflexiones y el resto de las variables. 

a. Análisis de la relación entre las deflexiones y los deterioros. 

b. Análisis de la relación entre las deflexiones y los deterioros y el tráfico. 

c. Análisis de la relación entre las deflexiones y los deterioros, el tráfico y el PCI. 

d. Análisis de la relación entre las deflexiones y los deterioros, el tráfico, el PCI y el 

clima. 

3. Análisis de la relación entre el Skid Number y el resto de las variables. 

a. Análisis de la relación entre el Skid Number y los deterioros. 

b. Análisis de la relación entre el Skid Number y los deterioros y el tráfico. 

c. Análisis de la relación entre el Skid Number y los deterioros, el tráfico y el PCI. 

d. Análisis de la relación entre el Skid Number y los deterioros, el tráfico, el PCI y el 

clima. 
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La metodología empleada es la misma que en el objetivo 1. En este caso en vez de realizar 

regresiones simples, se realizan regresiones múltiples empleando diferentes métodos: 

eliminación hacia atrás y hacia adelante.  

2.5. Resultados 

2.5.1. Caracterización de la muestra 
La muestra se compone de un total de 4.128 registros de vías interurbanas de pavimento 

flexible, tomados durante un periodo de 28 años (1989-2017), abarcando un total de 34 estados 

de los Estados Unidos. La Tabla 17 y la Tabla 18 representan, respectivamente, la distribución 

de registros por años y por estados. 

Año N  Año N 

1989 25  2004 246 

1990 117  2005 134 

1991 188  2006 61 

1992 169  2007 111 

1993 178  2008 39 

1994 179  2009 138 

1995 227  2010 81 

1996 152  2011 78 

1997 217  2012 94 

1998 224  2013 50 

1999 285  2014 71 

2000 216  2015 61 

2001 230  2016 101 

2002 241  2017 43 

2003 172   
 

Tabla 17. Muestra final: distribución de registros por años. 

Código 
Estado 

Estado N  Código 
Estado 

Estado N 

2 Alaska 22  32 Nevada 160 

4 Arizona 243  34 New Jersey 148 

6 California 216  35 New Mexico 324 

8 Clorado 132  36 New York 142 

9 Connecticut 61  37 North Carolina 21 

15 Hawaii 7  38 North Dakota 2 

16 Idaho 118  39 Ohio 138 

17 Illinois 51  41 Oregon 50 

18 Indiana 195  42 Pennsylvania 119 

19 Iowa 106  46 South Dakota 167 

20 Kansas 31  49 Utah 146 

21 Kentucky 25  50 Vermont 33 

23 Maine 103  51 Virginia 26 

26 Michigan 240  53 Washington 127 

27 Minnesota 265  54 West Virginia 14 
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Código 
Estado 

Estado N  Código 
Estado 

Estado N 

30 Montana 403  55 Wisconsin 170 

31 Nebraska 10  56 Wyoming 113 

Tabla 18. Muestra final: distribución de registros por estados. 

Del total de registros, 36 pertenecen al área climática Lluviosa-Templada (LL-T), 1.541 a Poco 

lluviosa-Media (PLL-M), 2.025 a Lluviosa-Media (LL-M) y 526 a Poco lluviosa-Cálida (PLL-C). La 

Figura 11 representa la distribución de registros por áreas climáticas. Como se puede ver, hay 

muy pocos datos disponibles para el área climática Lluviosa-Templada, por lo que, cuando se 

consideren grupos más significativos basados en el área climática, esta no se considerará. La 

muestra del área climática LL-T es insuficiente para realizar el análisis estadístico. 

. 

 

Figura 11. Distribución de registros por áreas climáticas. 

La Tabla 19 recoge la presencia de los deterioros en las vías, tanto en número como en 

porcentaje (número o % de vías en el que se encuentra el deterioro) sin considerar las áreas 

climáticas (global) y para cada una de ellas. El deterioro más común son las grietas transversales 

de severidad baja, con un 62 % de vías afectadas. El siguiente son las grietas longitudinales de 

severidad baja que no se encuentran en la trayectoria de rodadura, afectando a un 58 % de las 

vías. Los siguientes deterioros con mayor presencia son estos mismos, pero de severidad media, 

con una afección en el 46 y 44 % de las vías, respectivamente. Con un 38 % de vías afectadas, el 

siguiente deterioro con mayor presencia es la piel de cocodrilo de severidad baja. El resto de 

deterioros están presentes en menos de un 25 % de las vías. A grandes rasgos, los deterioros 

con menor presencia son las grietas de borde, los huecos, el desplazamiento y el pulimiento de 

agregados. 

 Global LL-T PLL-M LL-M PLL-C 

Deterioro  % N  % N  % N  % N  % N 

GATOR_CRACK_A_L 38 % 1576 33 % 12 40 % 616 37 % 755 37 % 193 

GATOR_CRACK_A_M 21 % 864 14 % 5 23 % 359 21 % 432 13 % 68 



NEUROVIAS – Monitorización y gestión del mantenimiento predictivo de vías interurbanas mediante 
técnicas de inteligencia artificial 

Paquete de trabajo 1 – Estado del arte y definición de los módulos 13 

 

 Global LL-T PLL-M LL-M PLL-C 

Deterioro  % N  % N  % N  % N  % N 

GATOR_CRACK_A_H 10 % 407 14 % 5 12 % 178 9 % 184 8 % 40 

BLK_CRACK_A_L 2 % 69 0 % 0 1 % 10 3 % 59 0 % 0 

BLK_CRACK_A_M 2 % 74 0 % 0 1 % 18 3 % 52 1 % 4 

BLK_CRACK_A_H 1 % 50 0 % 0 0 % 6 2 % 43 0 % 1 

EDGE_CRACK_L_L 1 % 33 0 % 0 0 % 4 1 % 29 0 % 0 

EDGE_CRACK_L_M 1 % 27 0 % 0 0 % 3 1 % 23 0 % 1 

EDGE_CRACK_L_H 0 % 15 0 % 0 0 % 7 0 % 8 0 % 0 

LONG_CRACK_WP_L_L 25 % 1031 31 % 11 26 % 403 23 % 463 29 % 154 

LONG_CRACK_WP_L_M 10 % 422 14 % 5 14 % 210 8 % 162 9 % 45 

LONG_CRACK_WP_L_H 3 % 109 0 % 0 3 % 46 3 % 55 2 % 8 

LONG_CRACK_WP_SEAL_L_L 4 % 160 19 % 7 5 % 79 3 % 63 2 % 11 

LONG_CRACK_WP_SEAL_L_M 2 % 93 3 % 1 5 % 79 1 % 12 0 % 1 

LONG_CRACK_WP_SEAL_L_H 0 % 19 0 % 0 1 % 9 0 % 8 0 % 2 

LONG_CRACK_NWP_L_L 58 % 2398 64 % 23 58 % 899 59 % 1190 54 % 286 

LONG_CRACK_NWP_L_M 44 % 1823 44 % 16 49 % 748 44 % 884 33 % 175 

LONG_CRACK_NWP_L_H 21 % 876 14 % 5 21 % 326 25 % 497 9 % 48 

LONG_CRACK_NWP_SEAL_L_L 10 % 420 28 % 10 8 % 119 13 % 257 6 % 34 

LONG_CRACK_NWP_SEAL_L_M 6 % 236 8 % 3 7 % 110 5 % 111 2 % 12 

LONG_CRACK_NWP_SEAL_L_H 2 % 89 3 % 1 3 % 49 2 % 38 0 % 1 

TRANS_CRACK_L_L 62 % 2556 89 % 32 62 % 957 65 % 1318 47 % 249 

TRANS_CRACK_L_M 46 % 1888 75 % 27 48 % 745 47 % 950 32 % 166 

TRANS_CRACK_L_H 23 % 970 42 % 15 23 % 355 26 % 534 13 % 66 

TRANS_CRACK_SEAL_L_L 10 % 432 36 % 13 9 % 131 13 % 259 6 % 29 

TRANS_CRACK_SEAL_L_M 8 % 326 17 % 6 9 % 144 8 % 166 2 % 10 

TRANS_CRACK_SEAL_L_H 3 % 141 3 % 1 5 % 73 3 % 62 1 % 5 

PATCH_A_L 7 % 291 19 % 7 5 % 70 9 % 184 6 % 30 

PATCH_A_M 5 % 222 14 % 5 3 % 49 8 % 153 3 % 15 

PATCH_A_H 6 % 236 8 % 3 4 % 57 8 % 163 2 % 13 

POTHOLES_NO_L 1 % 42 3 % 1 0 % 4 1 % 29 2 % 8 

POTHOLES_A_M 1 % 30 0 % 0 1 % 17 0 % 8 1 % 5 

POTHOLES_A_H 1 % 36 0 % 0 1 % 15 1 % 20 0 % 1 

SHOVING_A 0 % 9 0 % 0 0 % 4 0 % 4 0 % 1 

BLEEDING 7 % 272 8 % 3 4 % 56 8 % 169 8 % 44 

POLISH_AGG_A 1 % 50 0 % 0 2 % 24 1 % 25 0 % 1 

RAVELING 14 % 569 22 % 8 5 % 75 18 % 374 21 % 112 

PUMPING_L 6 % 250 22 % 8 10 % 147 3 % 66 6 % 29 

Tabla 19. Presencia de deterioros. 

El PCI permite realizar una calificación objetiva del estado del pavimento a partir de los 

deterioros existentes. Este indicador es adimensional y varía desde 0, para los pavimentos que 

se encuentran en pésimo estado, hasta 100, indicando los pavimentos que se encuentran en 

perfecto estado. La Figura 12 representa la distribución de registros según la escala de PCI 

recogida en la norma ASTM D 6433 (2020) (ver Figura 10). Atendiendo a la escala recogida en la 

normativa, el valor mínimo del PCI para una vía debería ser 25, pues a partir de este valor el 
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estado de la vía ya es excesivamente malo. Un valor superior a 55 ya sería aceptable, aunque el 

estado de la vía no sea realmente bueno (PCI>70). Un 33 % de las vías están en un estado 

bastante deficiente (PCI<55), siendo casi un 15 % las vías con PCI menor a 15.  Un 17 % de las 

vías tienen un estado aceptable, aunque mejorable. Y un 50 % de las vías presenta un PCI 

superior a 70, es decir, un buen estado de la superficie pavimento.  

 

Figura 12. Distribución de registros según escala de PCI. 

El IRI cuantifica la comodidad que percibe el usuario al circular por la carretera a partir de la 

medición del desplazamiento vertical del vehículo. El IRI se expresa en metros de 

desplazamiento vertical registrado (en valor absoluto) por kilómetro recorrido (m/km). De modo 

que, cuanto mayor sea el desplazamiento vertical registrado (en valor absoluto), es decir, cuanto 

mayor sea el valor del IRI, peor será la comodidad del usuario. El PG-· establece los valores de 

IRI que se deben cumplir para unidad terminada, según se trate de obra de nueva construcción 

o firme rehabilitado estructuralmente. Para firmes rehabilitados estructuralmente, los valores 

de IRI son los recogidos en la Tabla 20. 

PORCENTAJE DE 
HECTÓMETROS 

TIPO DE VÍA 

CALZADA DE AUTOPISTAS Y 
AUTOVÍAS 

RESTO DE VÍAS 

ESPESOR DE RECRECIMIENTO (cm) 

>10 ≤10 >10 ≤10 

50 <1,5 <1,5 <1,5 <2,0 

80 <1,8 <2,0 <2,0 <2,5 

100 < 2,0 <2,5 <2,5 <3,0 

Tabla 20. Índice de regularidad internacional (IRI) (dm/hm) para firmes rehabilitados estructuralmente. (Fuente: ). 

Las tablas del PCI y del IRI se unen de manera que no haya transcurrido más de un año entre la 

toma de datos de los indicadores y sin realizar actuaciones de mantenimiento en dicho periodo. 

De este modo, la muestra se reduce de 4.128 a 3.741 registros.  

Los valores de IRI de la muestra varían de 0 a 5 m/km. La Figura 139 representa la distribución 

de registros según los valores del IRI. En la parte izquierda de la 9 se observa la distribución de 

registros en función de la escala de IRI recogida en la norma ASTM E 1926 (2021) (ver Figura 5). 
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Aunque el IRI varía de 0 a 5 km/m, el 91 % de las vías presentan valor inferior a 2 km/m, es decir, 

la comodidad percibida por el usuario es muy buena incluso a una velocidad superior a 120 

km/h, sin apenas percibir movimiento en el vehículo incluso a 80 km/h. Un 8,5 % de las vías 

están en el siguiente nivel (entre 2 y 4 m/km), siendo realmente buena la comodidad percibida 

por el usuario si se conduce a una velocidad de 100 o incluso 120 km/m, aunque es posible 

percibir ligeros movimientos en el vehículo a partir de los 80 km/h. Únicamente el 0,56 % de las 

vías, presentan un IRI entre 4 y 6 km/m, donde para tener una conducción cómoda se debe 

reducir la velocidad hasta los 90 o 70 km/h, siendo muy fuertes los movimientos del vehículo si 

se supera dicha velocidad. Además, se sabe que en este rango las vías presentan un IRI entre 4 

y 5 m/km ya que el valor máximo del IRI en toda la muestra es de 5 m/km. 

Para conocer más en detalle la distribución de registros según valores de IRI se ha desagregado 

dicha escala de forma que cada nivel se convierta en dos. En la parte derecha de la Figura 139 

se observa la distribución de registros en función de los valores de IRI según esta escala propia 

más desagregada. Se aprecia como el 97,9 % de las vías presentan un IRI inferior a 3 m/km, y 

que prácticamente el 50 % de las vías presentan un IRI inferior a 1 m/km.  

 

Figura 13. Distribución de registros según los valores del IRI. 

Las deflexiones representan la deformación vertical elástica recuperada o deflexión que produce 

una carga tipo en la superficie del pavimento. Las deflexiones pueden correlacionarse 

directamente con el rendimiento del pavimento o utilizarse para determinar las características 

del material in situ de las capas del pavimento (ASTM International, 2020c). Algunos usos de los 

datos incluyen la evaluación estructural de los pavimentos nuevos o en servicio (ASTM 

International, 2020a). No existen, ni la legislación ni en la normativa de la Dirección General de 

Carreteras (DGC) unos valores mínimos para las deflexiones, sin embargo, considerando la Tabla 

3 “Umbrales del valor de la deflexión patrón (10‐2 mm)  para el agotamiento estructural” de la 

Norma 6.3 IC “Rehabilitación del  firme”, se observa que son valores  análogos  a  los  requeridos  

en  los contratos  de  las  denominadas  “Autovías  de  Primera Generación”, donde se establecen 

valores máximos de las deflexiones, en función del tipo de firme y la categoría del tráfico pesado. 

De este modo, los valores máximos de deflexiones para firmes flexibles y semiflexibles son los 

que se recogen en la Tabla 21. 
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CATEGORÍA DE TRÁFICO PESADO 

T00 Y T0 T1 T2 T3 T4 

50 75 100 125 
150(*) 

200(**) 
(*) Firmes con espesor de pavimento bituminoso ≥5cm 

(**) Firmes con espesor de pavimento bituminoso <5cm 

Tabla 21. Valores máximos de las deflexiones para firmes flexibles y semiflexibles. 

La Figura 10 recoge la distribución de registros en función de los valores de las deflexiones (en 

microns). Se observa la distribución para cada una de las deflexiones consideradas en el 

proyecto. 
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Figura 14. Distribución de registros según valores de las deflexiones. 

El Skid Number es un índice que evidencia la capacidad de adherencia que tienen los neumáticos 

de un vehículo sobre una vía. Como ya se ha comentado con anterioridad, el SKN se utiliza como 

sustituto del CRT. El PG-3 establece los criterios de aceptación o rechazo de obra nueva, en 

función del tipo de material, para tramos en los que se haya realizado algún extendido (ver 

Tablas 22, 23 y 24). Para el resto de los tramos, a excepción de los túneles, en los que no se haya 

realizado ningún tipo de actuación se pueden atender a los criterios marcados en la Nota de 

Servicio de febrero de 1991 (ver Tabla 25). 
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CARACTERÍSTICA 
TIPO DE AGLOMERADO 

MICROF 11 MICROF 8 MICROF 5 

RESISTENCIA AL 
DESLIZAMIENTO 

65 60 

Tabla 22. Valor mínimo de CRT de obra nueva. Microaglomerados en frío. 

CARACTERÍSTICA VALOR 

RESISTENCIA AL DESLIZAMIENTO 65 

Tabla 23. Valor mínimo de CRT de obra nueva. Mezclas bituminosas tipo hormigón bituminoso. 

CARACTERÍSTICAS 
TIPO DE MEZCLA 

BBTM B Y PA BBTM A 

RESISTENCIA AL DESLIZAMIENTO 60 65 

Tabla 24. Valor mínimo de CRT de obra nueva. Mezclas bituminosas dremamtes y discontinuas. 

AUTOPISTA. TIPO DE TRAMO 
LONGITUD 

MÁXIMA (m) 
NIVEL MÍNIMO 

DE CRT ( %) 

Tramos de autopistas, autovías y vías rápidas 100 35 

Ramales de enlaces de autopistas, autovías y vías 
rápidas 

50 40 

Tramos de autopistas y autovías con pendientes de 
bajada entre el 5 % y el 10 % en más de 50m 

- 45 

Tramos de autopistas y autovías con pendientes de 
bajada de más de 10 % en más de 50m 

- 50 

Tabla 25. Valor mínimo de CRT según la Nota de Servicio de febrero de 1991. 

Al unir las tablas del PCI y del Skid Number, la muestra se reduce a 697 registros. Los valores de 

Skid Number de la muestra varían desde 27,5 a 72. La Figura 15 representa la distribución de 

registros en función del SKN. Únicamente el 8,46 % de las vías presentan un SKN inferior a 40. 

 

Figura 15. Distribución de registros según valores de Skid Number. 
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2.5.2. Objetivo 0. Analizar si existen diferencias significativas entre categorías de 

variables 
La   Tabla 26 recoge los resultados de la prueba de Kruskal-Wallis. Se observa que únicamente 

las variables resaltadas en negrita en la tabla presentan un valor de significación mayor a 0,05. 

Por lo tanto, los resultados demuestran que la distribución de prácticamente todas las variables 

es diferente entre categorías de CLIMATIC_ZONE y PCI.  

  Kruskal-Wallis 
  

gl 
CLIMATIC_ZONE PCI 

Categoría Variable (código) Sig. Sig. 

Deterioros 

GATOR_CRACK_A_L 3391 0,006 0,006 

GATOR_CRACK_A_M 3391 0,000 0,000 

GATOR_CRACK_A_H 3391 0,001 0,001 

BLK_CRACK_A_L 3391 0,000 0,000 

BLK_CRACK_A_M 3391 0,000 0,000 

BLK_CRACK_A_H 3391 0,000 0,000 

EDGE_CRACK_L_L 3391 0,005 0,005 

EDGE_CRACK_L_M 3391 0,036 0,036 

EDGE_CRACK_L_H 3391 0,245 0,245 

LONG_CRACK_WP_L_L 3391 0,017 0,017 

LONG_CRACK_WP_L_M 3391 0,000 0,000 

LONG_CRACK_WP_L_H 3391 0,369 0,369 

LONG_CRACK_WP_SEAL_L_L 3391 0,000 0,000 

LONG_CRACK_WP_SEAL_L_M 3391 0,000 0,000 

LONG_CRACK_WP_SEAL_L_H 3391 0,788 0,788 

LONG_CRACK_NWP_L_L 3391 0,000 0,000 

LONG_CRACK_NWP_L_M 3391 0,000 0,000 

LONG_CRACK_NWP_L_H 3391 0,000 0,000 

LONG_CRACK_NWP_SEAL_L_L 3391 0,000 0,000 

LONG_CRACK_NWP_SEAL_L_M 3391 0,002 0,002 

LONG_CRACK_NWP_SEAL_L_H 3391 0,000 0,000 

TRANS_CRACK_L_L 3391 0,000 0,000 

TRANS_CRACK_L_M 3391 0,000 0,000 

TRANS_CRACK_L_H 3391 0,000 0,000 

TRANS_CRACK_SEAL_L_L 3391 0,000 0,000 

TRANS_CRACK_SEAL_L_M 3391 0,000 0,000 

TRANS_CRACK_SEAL_L_H 3391 0,012 0,012 

PATCH_A_L 3391 0,000 0,000 

PATCH_A_M 3391 0,000 0,000 

PATCH_A_H 3391 0,000 0,000 

POTHOLES_NO_L 3391 0,066 0,066 

POTHOLES_NO_M 3391 0,066 0,066 

POTHOLES_NO_H 3391 0,269 0,269 

SHOVING_A 3391 0,991 0,991 

BLEEDING 3391 0,002 0,002 

POLISH_AGG_A 3391 0,018 0,018 

RAVELING 3391 0,000 0,000 

PUMPING_L 3391 0,000 0,000 
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  Kruskal-Wallis 
  

gl 
CLIMATIC_ZONE PCI 

Categoría Variable (código) Sig. Sig. 

Indicadores 

PCI 4128 0,000 0,000 

IRI 4213 0,000 0,000 

F1_DEF_AVG 3829 0,000 0,000 

F1_DEF_MAX 3829 0,000 0,000 

F1_DEF_CHR 3829 0,000 0,000 

F3_DEF_AVG 3829 0,000 0,000 

F3_DEF_MAX 3829 0,000 0,000 

F3_DEF_CHR 3829 0,000 0,000 

SKID_NUMBER 697 0,000 0,000 

Tabla 26. Resultados de la prueba Kruskal-Wallis. 

El hecho de que la distribución de las variables sea diferente para cada categoría de 

CLIMATIZ_ZONE y PCI permite agrupar los datos en grupos más significativos basados en las 

categorías de dichas variables. Es decir, se pueden agrupar los datos por áreas climáticas, así 

como por niveles de PCI. 

2.5.3. Objetivo 1. Analizar la relación entre el PCI y el resto de los indicadores 

considerados (IRI, deflexiones y Skid Number) 
Para analizar la relación entre el PCI y el resto de los indicadores considerados (IRI, deflexiones 

y Skid Number) y poder predecir los valores de los indicadores a partir del PCI, se llevan a cabo 

tres análisis diferentes: 

1. Análisis de la relación entre el PCI y el IRI. 

2. Análisis de la relación entre el PCI y las deflexiones. 

3. Análisis de la relación entre el PCI y el Skid Number. 

Los resultados del análisis de correlación muestran que el indicador que mayor relación guarda 

con el PCI es con diferencia el IRI, presentando una relación moderada, mientras el resto de los 

indicadores (deflexiones y Skid Number) tienen una relación muy baja con el PCI (ver Tabla 21). 
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PCI 

Coef. de correlación 1,000 -0,496 -0,092 -0,134 -0,129 -0,102 -0,141 -0,132 0,119 

Sig. (bilateral) - 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,00 

N 3741 3741 3370 3370 3370 3370 3370 3370 697 

Tabla 27. Matriz de correlaciones de los indicadores. 

También se ha analizado la relación existente entre las diferentes deflexiones consideradas 

mediante un análisis correlación. La Tabla 22 recoge los resultados de dicha prueba, donde se 

observa que la relación existente entre todas ellas es muy alta, es decir, las variables son 

multicolineales. Por lo tanto, se considerará como único indicador de deflexión la variable 

F3_DEF_MAX, ya que de todas es la que mayor coeficiente de correlación presenta con al PCI. 
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F1_DEF_AVG 

Coef. correlación 1,000 0,964 0,972 0,980 0,929 0,943 

Sig. (bilateral) - 0,00 0,00 0,00 0,00 0,00 

N 3370 3370 3370 3370 3370 3370 

F1_DEF_MAX 

Coef. correlación 0,964 1,000 0,994 0,949 0,948 0,950 

Sig. (bilateral) 0,00 - 0,00 0,00 0,00 0,00 

N 3370 3370 3370 3370 3370 3370 

F1_DEF_CHR 

Coef. correlación 0,972 0,994 1,000 0,955 0,943 0,953 

Sig. (bilateral) 0,00 0,00 - 0,00 0,00 0,00 

N 3370 3370 3370 3370 3370 3370 

F3_DEF_AVG 

Coef. correlación 0,980 0,949 0,955 1,000 0,962 0,975 

Sig. (bilateral) 0,00 0,00 0,00 - 0,00 0,00 

N 3370 3370 3370 3370 3370 3370 

F3_DEF_MAX 

Coef. correlación 0,929 0,948 0,943 0,962 1,000 0,993 

Sig. (bilateral) 0,00 0,00 0,00 0,00 - 0,00 

N 3370 3370 3370 3370 3370 3370 

F3_DEF_CHR 

Coef. correlación 0,943 0,950 0,953 0,975 0,993 1,000 

Sig. (bilateral) 0,00 0,00 0,00 0,00 0,00 - 

N 3370 3370 3370 3370 3370 3370 

Tabla 28. Matriz de correlaciones de las deflexiones. 

 Los resultados de las regresiones demuestran que: 

- Si se consideran grupos más significativos basados en las áreas climáticas se consigue 

mayor R2, al igual que si se considera un periodo más reciente (2.000-2.017) (ver Tabla 

23). 

- En cambio, si se agrupan los datos por niveles de PCI el ajuste es pésimo (ver Tabla 24). 

Análisis 
Período 
muestra 

Resultados Global PLL-M LL-M PLL-C 

IRI-PCI 

1989-20017 

N 3741 1429 1858 439 

R² 0,196 0,261 0,118 0,362 

R² corregido 0,196 0,261 0,118 0,360 

2000-2017 

N 2021 815 894 303 

R² 0,298 0,386 0,182 0,341 

R² corregido 0,298 0,385 0,181 0,339 

DEFLEXIONES-PCI 

1989-20017 

N 3370 1212 1720 410 

R² 0,012 0,053 0,005 0,100 

R² corregido 0,012 0,053 0,005 0,098 

2000-2017 

N 1073 461 404 199 

R² 0,054 0,095 0,057 0,206 

R² corregido 0,053 0,093 0,054 0,202 

SKN-PCI 1989-20017 

N 697 167 460 68 

R² 0,007 0,011 0,022 0,031 

R² corregido 0,006 0,005 0,020 0,017 
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Análisis 
Período 
muestra 

Resultados Global PLL-M LL-M PLL-C 

2000-2017 

N 67 43 19 5 

R² - - - - 

R² corregido - - - - 

Tabla 29. Análisis entre el PCI y el resto de los indicadores considerando áreas climáticas: resultados de regresión. 

  PCI 
  0-10 10-25 25-40 40-55 55-70 70-85 85-100 

IRI-PCI 
(2000-2017) 

Coef. de correlación -0,266 -0,017 -0,034 -0,189 -0,138 -0,200 -0,223 

Sig. 0,001 0,791 0,63 0,003 0,008 0,000 0,000 

N 149 233 204 253 367 323 489 

R² 0,051 0,003 0,003 0,043 0,010 0,036 0,029 

R² ajustado 0,045 -0,002 -0,002 0,039 0,007 0,033 0,027 

Tabla 30. Análisis entre el IRI y PCI considerando niveles de PCI: resultados de regresión. 

Debido a la gran dispersión de los datos, los análisis se han realizado también disminuyendo el 

periodo de la muestra con la esperanza de mejorar la bondad del ajuste. Efectivamente, al 

considerar un periodo más reciente (2.000-2.017) se consigue mejor ajuste y no se sacrifica 

significativamente la muestra, para los próximos análisis se considerará este periodo y no la 

muestra completa. Esto será así siempre que la cantidad de datos sea suficiente, es decir, en 

caso de reducirse excesivamente impidiendo el análisis, se considerará la muestra completa.  

Por otro lado, debido al pésimo ajuste obtenido al predecir el IRI frente al PCI considerando 

grupos más significativos basados en niveles de PCI, se descarta la idea de realizar este análisis 

con las deflexiones y Skid Number. El indicador con mayor coeficiente de correlación con el PCI 

es el IRI, por lo que cabe esperar que, si se han obtenido malos resultados al descomponer el 

PCI en distintos niveles, los resultados con otros indicadores serán peor aún. 

(1) Análisis de la relación entre el IRI y el PCI 
El Índice de Regularidad Internacional (IRI) y el Índice de la Condición del Pavimento (PCI) son 

dos de los indicadores más populares para la valoración de la condición del pavimento. 

En total, 3.741 registros de IRI y PCI cumplen los criterios de selección de datos, cotejándose 

para determinar la correlación. El coeficiente Rho de Spearman obtenido de -0,496 indica una 

relación inversa moderada. Se trazan los puntos de datos del IRI frente a los valores del PCI. Los 

puntos se muestran en la Figura 12, junto con la ecuación para la línea de regresión ajustada, así 

como el coeficiente de determinación R2. 
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Figura 16. Datos de IRI frente a PCI para un periodo de muestra desde 1.989 hasta 2.017. 

Si se compara con algunos de los resultados de investigaciones anteriores, el R2 resultante 

parece relativamente bajo. Sin embargo, no hay que pasar por alto el hecho de que los datos se 

recogen en una amplia zona geográfica, durante un periodo de 28 años (1.989-2.017). Como ya 

se ha comentado, esto significa que fueron recogidos por diferentes agencias, diferente 

personal, diferentes tipos de tecnologías y bajo diversas condiciones ambientales; y por ello, con 

la esperanza de mejorar la bondad del ajuste, se agrupan los datos en grupos más significativos, 

basados en el área climática. Efectivamente, se observa que, el R2 obtenido dentro de cada 

grupo es mayor (ver Tabla 23). 

Además, para reducir la dispersión de los datos, con la esperanza de obtener mejor ajuste, se 

decide considerar un periodo de los datos menor, de 17 años (2.000-2.017). De esta forma se 

tiene un total de 2.021 registros, los cuales se cotejan para determinar la correlación. El 

coeficiente de correlación Rho de Spearman de -0,610 indica una relación inversa alta. En la 

Tabla 23 se puede ver que el R2 es mayor, incluso dentro de cada grupo. 

Aún con este aumento del coeficiente de determinación (R2), si se compara con algunos de los 

resultados de investigaciones anteriores, parece relativamente bajo. 

Por lo tanto, se agrupan los datos en grupos más significativos basados en rangos de valores del 

PCI. En cambio, se observa que el R2 disminuye en gran medida. Por lo tanto, se desestima esta 

agrupación de datos (ver Tabla 24). 

(2) Análisis de la relación entre las deflexiones y el PCI 
Como se ha visto en el apartado anterior, con un periodo menor, que contempla los últimos 17 

años (2.000-2.017), se mejora la bondad del ajuste, la relación entre las deflexiones y el PCI se 

realiza considerando directamente dicho periodo. También se ha comprobado que al agrupar 

los datos por áreas climáticas el coeficiente de determinación es mayor, por lo que de nuevo se 

agrupan los datos en grupos más significativos basados en el área climática. De igual modo, 

debido al pésimo ajuste obtenido al agrupar los datos según niveles de PCI, no se considera dicha 

agrupación de datos. 

En total, 1.073 registros de deflexiones y PCI cumplen los criterios de selección de datos, 

cotejándose para determinar la correlación. Se han definido seis deflexiones, las cuales 
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presentan multicolinealidad entre sí, por lo tanto, se considera la de mayor correlación con el 

PCI, la cual permite un mejor ajuste: F3_DEF_MAX (ver Tabla 22). Además, coincide con la 

indicada en la base de datos LTPP: 

 

Figura 17. Deflexión considerada en LTPP (https://infopave.fhwa.dot.gov/Data/DataSelection). 

El coeficiente Rho de Spearman obtenido de -0,208 indica una relación inversa baja. Se trazan 

los puntos de datos de las deflexiones frente a los valores del PCI. Los puntos se muestran en la 

Figura 13, junto con la ecuación para la línea de regresión ajustada, así como el coeficiente de 

determinación R2. Se observa que el coeficiente R2 es muy bajo. Si se agrupan los datos en grupos 

más significativos basados en el área climática se observa que el R2 dentro de cada grupo es 

mayor, pero aun así los valores son muy bajos (ver Tabla 23).  

 

Figura 18. Datos de F3_DEF_MAX frente a PCI para un período de muestra desde 1.989 hasta 2.017. 

Con los análisis realizados, no se puede decir que se ha encontrado una relación entre las 

deflexiones y el PCI. 

(3) Análisis de la relación entre el Skid Number y el PCI 
Con este indicador no se puede considerar un periodo de datos menor (2.000-2.017) ya que la 

muestra se reduce significativamente y no es suficiente (67 registros). En apartados anteriores 

se ha comprobado que al agrupar los datos por áreas climáticas el coeficiente de determinación 

es mayor, por lo que de nuevo se agrupan los datos en grupos más significativos basados en el 

área climática. De igual modo, debido al pésimo ajuste obtenido al agrupar los datos según 

niveles de PCI, no se considera dicha agrupación de datos. 

Por lo tanto, considerando el periodo completo de 28 años (1.989-2.017), en total, 697 registros 

de Skid Number y PCI cumplen los criterios de selección de datos, cotejándose para determinar 
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la correlación. El coeficiente Rho de Spearman obtenido de 0,121 indica una relación directa 

muy baja. Se trazan los puntos de datos de Skid Number frente a los valores del PCI. Los puntos 

se muestran en la Figura 14, junto con la ecuación para la línea de regresión ajustada, así como 

el coeficiente de determinación R2. Se observa que el coeficiente R2 es muy bajo. Si se agrupan 

los datos en grupos más significativos basados en el área climática se observa que el R2 dentro 

de cada grupo es mayor, pero aun así los valores siguen siendo muy bajos. Por tanto, no se ha 

encontrado una relación entre las deflexiones y el PCI. 

 

Figura 19. Datos de Skid Number frente al PCI para un período de muestra desde 1.989 hasta 2.017. 

2.5.4. Objetivo 2. Analizar la relación entre cada uno de los indicadores (IRI, 

deflexiones y Skid Number) y el resto de las variables (deterioros, tráfico, PCI 

y clima) 
Para analizar la relación entre cada indicador y el resto de las variables consideradas (deterioros, 

tráfico, PCI y clima) y poder predecir los valores de los indicadores a partir de dichas variables, 

se parte de un análisis que relacione cada uno de los indicadores con los deterioros, y, 

posteriormente, se van añadiendo el resto de las variables (tráfico, PCI y clima). Por tanto, se 

llevarán a cabo un total de 12 análisis diferentes: 

1. Análisis de la relación entre el IRI y el resto de las variables. 

a. Análisis de la relación entre el IRI y los deterioros. 

b. Análisis de la relación entre el IRI y los deterioros y el tráfico. 

c. Análisis de la relación entre el IRI y los deterioros, el tráfico y el PCI. 

d. Análisis de la relación entre el IRI y los deterioros, el tráfico, el PCI y el clima. 

2. Análisis de la relación entre las deflexiones y el resto de las variables. 

a. Análisis de la relación entre las deflexiones y los deterioros. 

b. Análisis de la relación entre las deflexiones y los deterioros y el tráfico. 

c. Análisis de la relación entre las deflexiones y los deterioros, el tráfico y el PCI. 

d. Análisis de la relación entre las deflexiones y los deterioros, el tráfico, el PCI y el 

clima. 

3. Análisis de la relación entre el Skid Number y el resto de las variables. 

a. Análisis de la relación entre el Skid Number y los deterioros. 

b. Análisis de la relación entre el Skid Number y los deterioros y el tráfico. 

c. Análisis de la relación entre el Skid Number y los deterioros, el tráfico y el PCI. 
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d. Análisis de la relación entre el Skid Number y los deterioros, el tráfico, el PCI y el 

clima. 

Los resultados del análisis de correlación indican que, a parte de las deflexiones, como ya se ha 

visto, únicamente existe multicolinealidad entre las variables de tráfico. La Tabla 25 muestra la 

matriz de correlaciones de las tres variables de tráfico consideradas. Como la variable 

AADTT_CUM presenta multicolinealidad con las otras dos variables de tráfico, se descarta para 

los análisis de regresión. 

  AADT_CUM AADTT_CUM KESAL_CUM 

AADT_CUM 

Coef. correlación 1,000 0,877 0,761 

Sig. - 0,000 0,000 

N 827 287 827 

AADTT_CUM 

Coef. correlación 0,877 1,000 0,936 

Sig.  0,000 - 0,000 

N 827 287 827 

KESAL_CUM 

Coef. correlación 0,761 0,936 1,000 

Sig. 0,000 0,000 - 

N 827 287 827 

Tabla 31. Matriz de correlaciones de las variables de tráfico. 

Los resultados de las regresiones demuestran que: 

- Se consigue mayor ajuste si se relacionan los diferentes indicadores con los deterioros, 

en lugar de con el PCI.  

- A medida que se van añadiendo las diferentes variables que se consideran en este 

proyecto (de tráfico, el PCI y climáticas) el ajuste mejora. 

Análisis Resultados Global PLL-M LL-M PLL-C 

IRI-PCI 

N 2021 815 894 303 

R² 0,298 0,386 0,182 0,341 

R² corregido 0,298 0,385 0,181 0,339 

IRI - DETERIOROS  

N 1823 652 870 293 

R² 0,382 0,601 0,337 0,505 

R² corregido 0,372 0,586 0,316 0,469 

IRI - DETERIOROS, TRÁFICO 

N 266 81 160 23 

R² 0,584  - - - 

R² corregido 0,547  - - - 

IRI - DETERIOROS, TRÁFICO, PCI 

N 266 81 160 23 

R² 0,601 - - - 

R² corregido 0,570 - - - 

IRI - DETERIOROS, TRÁFICO, CLIMA, PCI 

N 266 81 160 23 

R² 0,609 - - - 

R² corregido 0,563 - - - 

DEFLEXIONES - PCI 

N 1073 461 404 199 

R² 0,054 0,095 0,057 0,206 

R² corregido 0,053 0,093 0,054 0,202 

DEFLEXIONES - DETERIOROS  
N 950 362 386 194 

R² 0,348 0,454 0,413 0,619 
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Análisis Resultados Global PLL-M LL-M PLL-C 

R² corregido 0,335 0,427 0,380 0,567 

DEFLEXIONES - DETERIOROS, TRÁFICO 

N 231 66 148 16 

R² 0,557  -  -  - 

R² corregido 0,503  -  -  - 

DEFLEXIONES  - DETERIOROS, TRÁFICO, 
PCI 

N 231 66 148 16 

R² 0,562  -  -  - 

R² corregido 0,504  -  -  - 

DEFLEXIONES  - DETERIOROS, TRÁFICO, 
CLIMA, PCI 

N 231 66 148 16 

R² 0,563  -  -  - 

R² corregido 0,503  -  -  - 

SKID NUMBER - PCI 

N 697 167 460 68 

R² 0,007 0,011 0,022 0,031 

R² corregido 0,006 0,005 0,020 0,017 

SKID NUMBER - DETERIOROS  

N 547 96 397 52 

R² 0,133 0,169 0,237 0,436 

R² corregido 0,112 0,082 0,237 0,179 

SKID NUMBER - DETERIOROS, TRÁFICO 

N 132 5 100 26 

R² 0,303  - - - 

R² corregido 0,177 - - - 

SKID NUMBER - DETERIOROS, TRÁFICO, 
PCI 

N 132 5 100 26 

R² 0,283 - - - 

R² corregido 0,162 - - - 

SKID NUMBER - DETERIOROS, TRÁFICO, 
CLIMA, PCI 

N 132 5 100 26 

R² 0,350 - - - 

R² corregido 0,219 - - - 

Tabla 32. Análisis de los indicadores con el resto de variables: resultados de regresión. 

(1) Análisis de la relación entre el IRI y el resto de variables 
En primer lugar, se analiza la relación entre el IRI y los deterioros para un periodo desde 2.007 

hasta 2.017. En este caso, 1.823 registros de IRI y deterioros cumplen el criterio de selección de 

datos, cotejándose para determinar las correlaciones. El coeficiente de determinación obtenido 

con regresión lineal es R2=0,382 y el coeficiente ajustado R2
corregido=0,372. Además, dentro de 

cada grupo la bondad de ajuste es mayor, llegando a un R2=0,601 y R2
corregido =0,586. Se consigue 

mayor ajuste si se relaciona el IRI con los deterioros, en lugar de con el PCI. 

Con la esperanza de conseguir mejorar la bondad de ajuste del modelo se realizan varios análisis 

añadiendo las diferentes variables que se consideran en este proyecto: (1) variables de tráfico, 

(2) el PCI y (3) variables climáticas. 

Los resultados obtenidos demuestran que si además de los deterioros, se consideran las 

variables de tráfico, el ajuste mejora. Si también se considera el PCI, el ajuste mejora aún más. 

Y, si se añaden las variables climáticas el ajuste no varía. De este modo, el mayor R2 obtenido es 

de 0,609 y R2
corregido=0,563 (ver Tabla 26). Si se consideran los grupos según áreas climáticas, 

únicamente se puede realizar el análisis con los deterioros, pues para el resto de los análisis, la 

muestra es muy reducida. 
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(2) Análisis de la relación entre las deflexiones y el resto de variables 
En total, 950 registros de deflexiones y deterioros (desde 2.000 hasta 2.017) cumplen el criterio 

de selección de datos, cotejándose para determinar las correlaciones. El coeficiente de 

determinación obtenido con regresión lineal es R2=0,348 y el coeficiente ajustado 

R2
corregido=0,335. Además, dentro de cada grupo la bondad de ajuste es mayor, llegando a un 

R2=0,619 y R2
corregido =0,567. Se consigue que el ajuste mejore considerablemente si se relacionan 

las deflexiones con los deterioros, en lugar de con el PCI. 

De igual modo que con el IRI, se realizan varios análisis añadiendo las diferentes variables que 

se consideran en este proyecto, con la esperanza de conseguir mejorar la bondad de ajuste del 

modelo: (1) variables de tráfico, (2) el PCI y (3) variables climáticas. 

Los resultados obtenidos demuestran que, al igual que en el IRI, si además de los deterioros, se 

consideran las variables de tráfico, el ajuste mejora. Si también se considera el PCI, el ajuste 

mejora aún más. Y si se añaden las variables climáticas el ajuste no varía. De este modo, el mayor 

R2 obtenido es de 0,563 y R2
corregido =0,503 (ver Tabla 26). Si se consideran los grupos según áreas 

climáticas, únicamente se puede realizar el análisis con los deterioros, pues para el resto de los 

análisis, la muestra es muy reducida. 

(3) Análisis de la relación entre el Skid Number y el resto de las variables 
En total, desde 1.989 hasta 2.017, 547 registros de Skid Number y deterioros cumplen el criterio 

de selección de datos, cotejándose para determinar las correlaciones. El coeficiente de 

determinación obtenido con regresión lineal es R2=0,133 y el coeficiente ajustado 

R2
corregido=0,112. Además, dentro de cada grupo la bondad de ajuste es mayor, llegando a un 

R2=0,237 y R2
corregido=0,237. Se consigue mejor ajuste si se relaciona el Skid Number con los 

deterioros, en lugar de con el PCI. 

Al igual que con el resto de los indicadores, con la esperanza de conseguir mejorar la bondad de 

ajuste del modelo, se realizan varios análisis añadiendo las diferentes variables que se 

consideran en este proyecto: (1) variables de tráfico, (2) el PCI y (3) variables climáticas. 

Los resultados obtenidos demuestran que si además de los deterioros, se consideran las 

variables de tráfico, el ajuste mejora. Si también se considera el PCI, el ajuste es menor, al 

contrario que con el resto de los indicadores. Sin embargo, si se añaden las variables climáticas 

el ajuste mejora aún más que al considerar las variables de tráfico. De este modo, el mayor R2 

obtenido es de 0,35 y R2
corregido=0,219. Si se consideran los grupos según áreas climáticas, 

únicamente se puede realizar el análisis con los deterioros, pues para el resto de los análisis, la 

muestra es muy reducida. 

2.6. Conclusiones 
El objeto de esta tarea es analizar la relación entre los diferentes indicadores para la valoración 

de la condición del pavimento. El indicador principal para la valoración de la condición del 

pavimento es el PCI, por tanto, se pretende analizar la relación entre éste y otros indicadores: 

IRI, deflexiones y Skid Number.  

Tras realizar diferentes análisis estadísticos concluye que los indicadores para la valoración de 

la condición del pavimento no presentan una fuerte relación con el PCI, pero sí se encuentran 

relacionados con determinados tipos de daños. Por ello, se desarrollan modelos de regresión 

lineal múltiple para predecir los valores de los indicadores a partir de los deterioros y otras 

variables tales como: el tráfico, el PCI y el clima. De este modo, tanto para el IRI como para las 

deflexiones, se obtienen modelos con un coeficiente de determinación (R2) en torno a 0,6 y 0,5, 
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respectivamente. Los modelos del Skid Number presentan un coeficiente de determinación en 

torno a 0,3. Además, resulta crucial relacionar los datos en grupos más significativos en función 

de las áreas climáticas preestablecidas, resultando el entorno un factor de importancia a la hora 

de evaluar la evolución de los deterioros del pavimento. Sin embargo, en muchos análisis 

contemplados no es posible realizar esta agrupación por áreas climáticas debido a la escasez de 

datos disponibles. 
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3. Definición de las características de los modelos predictivos del 

deterioro 

3.1. Introducción 
Un mantenimiento adecuado de las infraestructuras viarias es crucial para preservar y aumentar 

los beneficios sociales (Bull, 2003; Hajj et al., 2010). Por ello, las administraciones competentes 

en la toma de decisiones deben otorgar a la tarea de mantenimiento una adecuada financiación 

y gestión para garantizar un buen estado de la red vial. Mantener una red de carreteras en un 

estado óptimo no solo depende de la construcción de carreteras, sino también del correcto 

mantenimiento de las ya construidas, ya que son uno de los principales activos de la 

infraestructura de una región o país. Una estrategia de mantenimiento deficiente o errónea 

podría provocar un deterioro importante de este patrimonio (Santero & Horvath, 2009). 

Por este motivo, diversas agencias de carreteras han desarrollado Sistemas de Gestión de 

Pavimentos (PMS por sus siglas en inglés) para analizar el ciclo de vida de las infraestructuras 

viarias existentes mediante modelos de deterioro de pavimentos [4]. En este sentido, se han 

desarrollado numerosos estudios para identificar qué factores afectan al deterioro de las 

carreteras a lo largo del tiempo (Prozzi & Madanat, 2004; Ragnoli et al., 2018), centrándose la 

mayoría de estos estudios en la calibración de modelos de deterioro de firmes para carreteras 

interurbanas [7]. 

Aunque no existe una guía estándar para clasificar y cuantificar los diferentes deterioros de los 

pavimentos en cuanto a su tipo, severidad y extensión (ver Tarea 1.2), diferentes investigadores 

y organismos han propuesto sus propias guías para su uso en una determinada región o país 

(Miller & Bellinger, 2003). Este es el caso del manual incluido en el programa Long-Term 

Pavement Performance (LTPP), definido por la Federal Highway Administration (FHWA), cuyo 

objetivo es la recogida de datos sobre el estado de los pavimentos y las actividades de 

mantenimiento y rehabilitación (M&R) en Estados Unidos y Canadá (Perera y Kohn, 2001). 

Asimismo, las administraciones de carreteras de Francia y Suiza también han desarrollado 

enfoques sistemáticos para identificar los deterioros del firme, mientras que la administración 

de carreteras irlandesa incluye en sus directrices de diseño de carreteras una evaluación de la 

superficie del firme (Ragnoli et al., 2018). 

El objetivo principal de las directrices mencionadas es proporcionar un conjunto de criterios 

objetivos para la evaluación del estado de los firmes y la definición de estrategias de gestión. De 

hecho, la mayoría de los modelos de deterioro de pavimentos utilizan el Índice Internacional de 

Rugosidad (IRI). Sin embargo, el uso de indicadores globales de comportamiento ha demostrado 

ser más eficaz y fiable para la evaluación del estado de los pavimentos que un solo índice (Osorio 

et al., 2014; ASTM, 2003). Entre todos ellos, el Pavement Condition Index (PCI) es el parámetro 

más comúnmente utilizado. De hecho, la Asociación Española de la Carretera, en su “Guía para 

la rehabilitación y la gestión de los firmes de las carreteras dependientes de las administraciones 

locales”, ha instado a la evaluación del estado del firme mediante este indicador. 

Los modelos para predecir el deterioro del pavimento tratan de realizar estimaciones aceptables 

de las variaciones que experimentan estos índices (p.ej., IRI y PCI) de manera que el Sistema de 

Gestión pueda proponer las actividades de mantenimiento y rehabilitación adecuadas para 

conseguir un estado óptimo del pavimento, evitando niveles altos de deterioro. 
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En el siguiente epígrafe se presentan los diferentes métodos para predecir el estado del 

pavimento. Posteriormente, se presenta una comparación entre estos métodos y se define la 

técnica a utilizar en el Proyecto NEUROVIAS. 

3.2. Métodos de predicción 
Al considerar la naturaleza y las características del modelo en sí, existen varias formas de 

clasificarlos. La Guía de Gestión de Pavimentos elaborada por la AASHTO clasifica los modelos 

en deterministas, probabilísticos, bayesianos y subjetivos (o basados en expertos) (AASHTO, 

2012). Además, indica que los modelos pueden considerarse según las variables incluidas, 

clasificándolos como mecanicistas, mecanicistas-empíricos o empíricos. No obstante, a pesar de 

la amplia gama de modelos de predicción existentes, los modelos deterministas y probabilísticos 

son los que atraen la mayor atención y se denominan los grupos básicos. 

A continuación, se presentan las particularidades de las distintas técnicas o métodos utilizados 

para el desarrollo de modelos de predicción de la condición del pavimento atendiendo a las 

siguientes categorías: (i) modelos determinísticos, (ii) modelos probabilísticos, (iii) redes 

neuronales artificiales. 

3.2.1. Modelos determinísticos 
Aunque la calibración de modelos de regresión requiere de una gran cantidad de datos históricos 

y no puede representar adecuadamente el fenómeno estocástico del deterioro del pavimento a 

lo largo del tiempo, este tipo de técnica ha sido ampliamente utilizada porque permiten a los 

ingenieros de carreteras predecir fácilmente el estado del pavimento y comprender la influencia 

de los parámetros incluidos en el modelo (Arambula et al., 2011; Meegoda & Gao, 2014; Dong 

et al., 2015; Pérez-Acebo et al.,2020; Llopis-Castelló et al., 2020). 

La construcción de modelos de deterioro en base a regresiones numéricas consiste en recolectar 

una base de datos del comportamiento de la condición de varias vías de una red vial y 

representar el estado de las vías principalmente en función del año de vida. Posteriormente, se 

analiza la dispersión de los datos y mediante un análisis estadístico se desarrollan curvas de 

deterioro para diferentes condiciones (p.ej., en función de las condiciones climáticas, del 

volumen de tráfico o la tipología del paquete de firmes). 

Los modelos resultantes establecen relaciones lineales o no lineales entre los variables 

explicativas y el indicador de la condición del deterioro empleado que se pretende predecir, 

siendo sencillos de entender y aplicar (Hassan et al., 2017). Su eficacia se ha demostrado con 

grandes datos experimentales e históricos (Arambula et al., 2011; Dong et al., 2015; Llopis-

Castelló et al., 2020). Una desventaja es que no pueden extrapolarse más allá de los límites de 

los datos experimentales y producen un valor único de la variable dependiente (Hassan et al., 

2017). De ahí que se recomiende generalmente la calibración cuando se transfiere un modelo 

determinista de un sitio a otro (Pérez-Acebo et al., 2020). 

3.2.2. Modelos probabilísticos 
A diferencia de los modelos determinísticos, que predicen un valor preciso para un índice, los 

modelos probabilísticos estiman la distribución probabilística del valor esperado (Uddin, 2006). 

Aunque ambos tipos de modelos son capaces de realizar una predicción adecuada del estado 

futuro del pavimento, los probabilísticos son capaces de incorporar la incertidumbre en el 

comportamiento del pavimento, que se supone más cercana a la realidad (Golroo & Tighe, 2009; 

Thomas et al., 2013). 
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Es ampliamente aceptado que el comportamiento de deterioro de los pavimentos posee 

naturaleza probabilística y que requiere algunos niveles de incertidumbre (Li et al., 1997; Abaza, 

2016). Por ello, en las últimas tres décadas se han desarrollado diferentes formas de modelos 

basados en la probabilidad (Lethanh et al., 2015), pero no son tan empleados como los 

deterministas. Los modelos probabilísticos bayesianos y de Markov son los que más interés 

despiertan y los más empleados (Uddin, 2006). Entre ellos, las cadenas de Markov de tiempo 

discreto son probablemente el modelo probabilístico más utilizado en la modelización del 

deterioro del pavimento, con muchos ejemplos en la literatura (Li et al., 1997; Thomas et al., 

2013; Abaza, 2016; Abaza, 2018; Osorio-Lird et al., 2018; Soncim et al., 2018; Pérez-Acebo et al., 

2018; Mohammadi et al., 2019; García-Segura et al., 2020). 

Entre los modelos probabilísticos, los modelos bayesianos combinan el conocimiento previo de 

ciertas probabilidades de eventos con los datos observados para producir una expresión 

ajustada de la distribución probabilística de eventos. Su ventaja es la capacidad de incorporar la 

incertidumbre, así como la incorporación de opiniones de expertos para complementar los datos 

históricos cuando éstos no están disponibles (Amador-Jiménez & Mrawira, 2011). El modelo se 

basa en la distribución de probabilidad a priori elegida para el análisis. Sin embargo, su principal 

desventaja es que la inferencia bayesiana incluye la evaluación de diferentes posteriores, lo que 

supone un análisis exhaustivo (Lunn et al., 2000). 

Por otra parte, los modelos basados en cadenas de Markov han demostrado que es posible 

desarrollar estos modelos sin una gran base de datos histórica (Pérez-Acebo et al., 2018; 

Mohammadi et al., 2019; García-Segura et al., 2020). Una de las limitaciones de esta 

modelización es que se basa en las matrices de probabilidad de transición (TPM). Por lo tanto, 

es necesario desarrollar una TPM para cada combinación de factores que afectan al 

comportamiento del firme, como la estructura del mismo, el tráfico, el clima, etc. Los 

investigadores suelen desarrollar una breve serie de TPM para todas las condiciones posibles, 

reuniéndolas en familias, por ejemplo, por tipo de firme (Osorio-Lird et al., 2018; García-Segura 

et al., 2020), por jerarquía de la carretera (Pérez-Acebo et al., 2018), por estructura del firme 

(Hassan et al., 2017; Osorio-Lird et al., 2018; Soncim et al., 2018) o por clima (Chamorro & Tighe, 

2015; Soncim et al., 2018). 

Como se ha anticipado anteriormente, el método basado en cadenas de Markov es un modelo 

probabilístico que obtiene el deterioro más probable del pavimento en el tiempo mediante el 

empleo de una matriz de probabilidad de transición (TPM), prediciendo la condición futura en 

base al estado actual (Osorio-Lird et al. 2018). Por tanto, esta técnica no tiene en cuenta el 

estado pasado del pavimento. 

El modelo de predicción de Markov es un proceso estocástico que se rige por tres restricciones 

(Ortíz-García etal., 2006): (i) el proceso es discreto en el tiempo, (ii) tiene un espacio de estados 

contable o finito y (iii) satisface la "propiedad de Markov" (Isaacson & Madsen, 1976). Esta 

propiedad dice que, dados cualesquiera estados pasados y presentes, cualquier estado futuro 

del proceso depende sólo del estado presente, y es independiente de los estados pasados. Se 

supone que la propiedad de Markov se cumple en el deterioro de los pavimentos. 

De esta forma, cabe destacar los siguientes tres elementos en un proceso de Markov: (i) el vector 

de probabilidad de estado, (ii) el ciclo o tiempo de paso y (iii) la matriz de transición, estando 

todos ellos relacionados con el número de estados de condición y el número de transiciones. La 

Matriz de Probabilidad de Transición (TPM por sus siglas en inglés) se compone de las 

probabilidades condicionales de que un segmento de pavimento pase de un estado de deterioro 
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a otro (Pérez- Acebo et al. 2018). Así, aunque el deterioro del pavimento es continuo en el 

tiempo, se define un número finito de bandas de estado fijas y se analiza el estado de los 

segmentos de pavimento en puntos específicos del tiempo (Osorio-Lird et al. 2018). 

Un proceso de Markov puede ser homogéneo (o estacionario), si la matriz de transición es 

constante durante todo el período analizado, o no homogéneo (no estacionario), si las 

probabilidades varían. Aunque algunos autores han utilizado el modelo de Markov homogéneo, 

es más realista asumir una cadena de Markov no estacionaria porque las matrices de transición 

variarían a lo largo de la vida útil del pavimento debido a los cambios en los volúmenes de tráfico, 

los factores ambientales o la resistencia del paquete de firmes (Golroo & Tighe, 2009). No 

obstante, este tipo de modelos requieren de muchos más datos, tiempo y esfuerzo. 

La combinación de modelos basados en cadenas de Markov con simulación de Monte Carlo 

permite representar la transición estocástica de la condición del pavimento a lo largo del tiempo, 

obteniendo así el modelo de deterioro (García-Segura et al., 2020). Estos modelos no necesitan 

una gran base de datos para su desarrollo, sino que necesitan al menos dos datos para cada 

rango considerado en las matrices de transición. 

3.2.3. Redes neuronales artificiales 
Por otro lado, los modelos basados en redes neuronales artificiales (ANN por sus siglas en inglés) 

han aumentado su popularidad para la modelización empírica en los últimos años, mediante 

cálculos paralelos para la representación del conocimiento y el procesamiento de la información 

(Tarawneh & Nazzal, 2014). Se ha demostrado su utilidad para resolver ciertos tipos de 

problemas que son difíciles de resolver con los métodos numéricos y estadísticos tradicionales. 

El enfoque de las ANN no ejecuta una serie de instrucciones fijas, como hace un programa de 

ordenador tradicional o un análisis estadístico. Resuelve, en paralelo, las entradas que se le 

presentan durante el periodo de entrenamiento. Algunos autores consideran las ANN como una 

"caja negra", ya que los resultados se producen sin establecer relaciones causales entre la 

entrada y la salida (Sollazo et al., 2017; Abdelaziz et al., 2020). 

La modelización con ANN no necesita una relación detallada entre las variables y puede 

emplearse cuando varias variables influyen en el resultado (Soncim et al., 2018). Tras un periodo 

de entrenamiento, se pueden introducir nuevos datos para su evaluación. No obstante, la 

modelización es compleja, requiere una gran cantidad de datos experimentales y la principal 

limitación es que dificulta la interpretación de resultados. No obstante, este tipo de modelos 

computacionales poseen la gran ventaja de aprender de ejemplos y simular las relaciones 

existentes entre los datos de entrada y salida, ofrenciendo una elevada precisión en la 

predicción. 

3.2.4. Implementaciones de los modelos 
Tanto los modelos deterministas como los probabilísticos encuentran implementaciones 

comunes. Las más habituales examinadas en la literatura son las siguientes: 

¶ Modelos de regresión basados en series temporales: estableciendo un análisis estadístico, 

se determina la relación entre una variable dependiente y una o varias variables 

independientes dentro de una serie cronológica (sucesión de datos ordenados). En su 

aplicación como modelo de predicción, es relevante el caso de Prophet (Taylor & Letham 

2017), que recurre al análisis de series temporales de datos. Existe una variante denominada 

Neural Prophet, que combina la estructura de las redes neuronales con la regresión. 
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¶ Bosques de decisión aleatorios (random forests): basándose en la teoría de árboles 

predictores, modelan conjuntos de árboles de decisión, donde cada entidad depende de los 

valores de un vector aleatorio que ha sido probado de forma independiente al resto de 

árboles. Este procedimiento, conocido como método de bagging, crea una colección de 

árboles sin correlación cuyo resultado será promediado (Ho, 1995). 

 

¶ Modelos basados en lógica difusa (fuzzy logic): como extensión de la lógica booleana, la 

lógica difusa admite la existencia de resultados reales entre el 0 (falso) y el 1 (verdadero), 

dando paso al concepto de veracidad como rango (Zadeh, 1965). Existen diversos modelos 

que recurren a la lógica difusa: el método Mamdani (1975), el modelo Takagi-Sugeno (1985), 

y el de Tsukamoto (1993). Estos modelos también pueden integrarse en redes neuronales, 

conocidas como redes neuro-fuzzy. 

 

¶ Algoritmos basados en máquinas de vectores de soporte (support-vector machines, SVM): a 

partir de un conjunto de datos, categorizados en dos grupos distinguibles, los algoritmos 

SVM pueden determinar si un nuevo dato pertenece a uno u otro grupo, tras seguir un 

proceso de aprendizaje supervisado. Las SVM trabajan conformando un hiperplano que 

permita separar ambos conjuntos, y en función del núcleo (kernel) utilizado, la clasificación 

puede ser lineal, polinomial, sigmoide, gaussiana, etc., al igual que ocurriría con una red 

neuronal. 

 

¶ Algoritmos de programación genética (genetic programming, GP): como analogía a los 

procesos naturales involucrados en la genética, estos algoritmos se basan en la producción 

de modelos con mutaciones aleatorias, donde se van seleccionando progresivamente 

aquellos que obtengan mejores resultados (Chopra et al. 2018). 

Por su parte, las redes neuronales artificiales (artificial neural networks, ANN) trabajan con 

nodos6 que realizan una función matemática básica, y se agrupan en capas secuencial o 

paralelamente distribuidas. En la capa de entrada se presentarán tantos nodos como entradas 

tenga la red (datos de entrada), y a la salida encontraremos una capa con uno o más nodos como 

resultado del sistema. Las capas intermedias u ocultas otorgan una visión de caja negra al 

modelo. 

Si existe un número considerable de capas ocultas, el sistema se denomina red neuronal 

profunda, y permitirá un grado de abstracción mayor que las redes más simples. Habiendo 

analizado las posibilidades de cada método, se propone la utilización de modelos de predicción 

basados en técnicas de deep learning, es decir, utilizando redes neuronales, para predecir la 

evolución de la conducción del pavimento, ya que estas técnicas permiten aprender de los datos 

del deterioro de diversos tipos de vías y simular las complejas relaciones existentes entre los 

datos de entrada y de salida, además de permitir el entrenamiento y reentrenamiento 

automáticos. 

3.3. Propuesta de modelos de predicción en NEUROVIAS 
Los modelos de predicción calibrados previamente por otros autores fueron desarrollados para 

una determinada región o país bajo unas condiciones de tráfico y climatológicos particulares, 

 
6 Formalmente, estos nodos se denominan perceptrones en terminología de redes neuronales, y equivalen 
a la unidad mínima de una red neuronal. Éstos se encargan de ejecutar los cálculos que permiten detectar 
ciertas características o tendencias en las entradas, mediante la aplicación un algoritmo determinado. 
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por lo que no pueden ser directamente empleados en el Proyecto NEUROVIAS. Además, gran 

parte de ellos fueron calibrados a partir de técnicas convencionales tales como análisis de 

regresión y cadenas de Markov. Por tanto, surge la necesidad de calibrar nuevos modelos para 

el Proyecto NEUROVIAS. 

En particular, este Proyecto propone el uso de técnicas de deep learning, en concreto redes 

neuronales, para predecir la evolución de la condición a partir de la monitorización y evaluación 

del estado del pavimento. Estas técnicas permiten aprender de los datos del deterioro de otras 

vías y simular las relaciones complejas existentes entre los datos de entrada y salida. Debido a 

estudios previos desarrollados por los autores del proyecto, se conoce ya de partida que el 

deterioro de un pavimento se ve afectado por distintos factores, como son las condiciones 

climáticas, la capacidad estructural del pavimento y el volumen de tráfico (Llopis-Castelló et al., 

2020), por lo que con el modelo predictivo se busca reducir lo máximo posible el error de 

predicción en detrimento de entender el efecto de estas variables en el fenómeno del deterioro. 

El uso de este tipo de técnica permitirá disponer de una herramienta de predicción de la 

condición del pavimento muy precisa y con la gran ventaja de que podrá entrenarse a sí mismas 

al mismo tiempo que el sistema final es explotado.  Debido a la escasez inicial de datos, para el 

entrenamiento inicial de la red se hará uso de la base de datos Long Term Pavement 

Performance (LTPP) desarrollada por el Federal Highway Administration de los Estados Unidos, 

ya que esta base de datos contiene información de todas las posibles variables de entrada 

(estructura, clima, tráfico, daños y otros índices del estado del pavimento) de un elevado 

número de vías de Estados Unidos y Canadá. En este sentido, esta base de datos contiene, 

además de los daños del pavimento, información sobre indicadores como deflexiones, IRI y CRT 

(Coeficiente de Rozamiento Transversal). Por tanto, se propone calibrar modelos para distintos 

tipos de indicadores, globales como el PCI e individuales como las deflexiones o el IRI. 
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4. Definición de los objetivos y restricciones de la optimización con 

base en el estado del arte y necesidades en el contexto 

interurbano 

4.1. Introducción 
La red vial es uno de los mayores bienes patrimoniales de un país y proporciona una base 

fundamental para su desarrollo económico y social. Sin embargo, debido al proceso de 

envejecimiento y las cargas de tráfico, el pavimento se va deteriorando cada vez más.  Es bien 

sabido que, si no se realiza un mantenimiento adecuado y preventivo, se pueden incrementar 

significativamente los costes de mantenimiento. Por ejemplo, un inadecuado y tardío 

mantenimiento puede llegar a triplicar los costes de conservación y generar sobrecostes debido 

al transporte de mercancías y de personas en un rango del 1 al 3 % del PIB (Producto Interno 

Bruto) del país (Bull 2003; Hajj, Loria, & Sebaaly 2010). Por ello, es imprescindible llevar a cabo 

un adecuado mantenimiento de la infraestructura, siendo fundamental implementar una 

adecuada gestión de pavimentos que aumente la durabilidad de las vías mediante la 

programación de actividades periódicas de mantenimiento y rehabilitación, logrando un buen 

estado del pavimento que reduzca, entre otros objetivos, los costes de mantenimiento a largo 

plazo y los costes operativos de los vehículos. Por lo tanto, es necesario promover una adecuada 

gestión de pavimentos que proporcione y mantenga los pavimentos en condiciones aceptables 

para los usuarios al menor coste de ciclo de vida. La gestión de infraestructuras es un 

requerimiento básico que todos los países deben implementar, dado que sus resultados inciden 

positivamente en el desarrollo económico, social y ambiental.  

American Association of State Highway and Transportation Officials (AASHTO) determina que la 

gestión de pavimentos debe ser una herramienta de ayuda para los decisores. La gestión de 

pavimentos tiene como objetivo principal definir estrategias óptimas para proporcionar, evaluar 

y mantener pavimentos en un buen nivel de servicio (AASHTO 2012). La Federal Highway 

Administration (FHWA) establece que el objetivo de la gestión de pavimentos es hacer que los 

activos sean rentables, siendo un proceso sistemático de mantenimiento, actualización y 

operación de estos activos. Para realizar una gestión eficiente de pavimentos se debe utilizar 

información segura y consistente que permita definir criterios de decisión, proponer alternativas 

reales de inversión y contribuir a la eficiente toma de decisiones. 

Los objetivos principales de la gestión de pavimentos son los siguientes (Zimmerman et al. 

2011): 

¶ Determinar el estado actual del pavimento y su condición futura. 
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¶ Estimar las necesidades y requerimientos de financiación para tratamientos futuros, 

fundamental para desarrollar planes de preservación y rehabilitación a futuro. 

¶ Proporcionar recomendaciones de mantenimiento y rehabilitación del pavimento. 

¶ Evaluar las estrategias de tratamiento según los diferentes niveles de inversión. 

¶ Validar la necesidad de aumentar los niveles de financiación para el mantenimiento y 

rehabilitación de pavimentos. 

¶ Evaluar los impactos a largo plazo. 

Como resultados se obtiene un plan de gestión que define qué secciones de una red vial deben 

ser intervenidas mediante tratamientos de mantenimiento. Estos pueden categorizarse en tres 

tipos: mantenimiento preventivo, rehabilitación y reconstrucción. La siguiente figura ilustra los 

tratamientos apropiados para cada momento de su vida útil. Por ejemplo, los tratamientos de 

mantenimiento preventivo se utilizan al principio de la vida útil de un pavimento mientras este 

todavía está en buenas condiciones. 

 
Figura 20: Ciclo de vida típico de un pavimento y las categorías de tratamientos (APTech 2013). 

A continuación, se proporciona un resumen de los posibles beneficios de implementar un 

sistema de gestión de pavimentos (AASHTO 2012; APTech 2013; FHWA 2011): 

¶ Base objetiva para desarrollar estrategias para mejorar el desempeño del pavimento. 

¶ Capacidad para justificar las necesidades de financiación para las actividades de 
mantenimiento y rehabilitación de pavimentos. 

¶ Mejor acceso a la información de la red vial. 

¶ Enfoque sistemático para identificar las condiciones y necesidades actuales y futuras de 
las carreteras. 

¶ Disponibilidad de datos para comunicar los impactos de las decisiones. 

¶ Mejor respuesta a consultas de las partes interesadas internas y externas. 

¶ Decisiones de mantenimiento y rehabilitación más rentables. 

¶ Mejor comprensión del desempeño del pavimento. 

¶ Mejores decisiones basadas en datos técnicos sólidos. 

¶ Mayor credibilidad. 
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4.2. Componentes de un sistema de gestión de pavimentos 
Aunque las funciones de un sistema de gestión del pavimento pueden variar drásticamente de 

una agencia a otra, existen una serie de componentes comunes que se presentan en la Figura 2 

y se describen a continuación: 

¶ Entradas: incluyen información de inventario de segmentos de pavimento (p.ej., 
identificador de la carretera o calle, ubicación, número de carriles, tipo de pavimento), 
condición del pavimento (p.ej., PCI), datos de construcción (p.ej., tipo y espesor de capa, 
año de construcción) y tráfico (p.ej., IMD, porcentaje de camiones). 

¶ Base de datos: se utiliza para almacenar todos los datos necesarios para llevar a cabo la 
gestión. El tipo de plataforma puede variar de una agencia a otra, normalmente 
depende del tamaño y la complejidad de la red de pavimento, pudiendo variar desde 
una simple hoja de cálculo a un almacén de datos que contiene todos los datos de la 
agencia). La base de datos debe tener la capacidad de almacenar, ordenar, y recuperar 
información relativa a la gestión del pavimento. 

¶ Parámetros de análisis: incluyen los modelos de deterioro del pavimento (para predecir 
cambios futuros de la condición de la red), tratamientos de mantenimiento (se define la 
condición del pavimento, el tiempo y la aplicación de tratamientos especificados por la 
agencia), reglas de impacto (para cuantificar el aumento esperado de la condición del 
pavimento tras la aplicación del tratamiento y el rendimiento del tratamiento con el 
tiempo) y los costes (tanto de los tratamientos individuales, como de los niveles 
presupuestarios). 

¶ Módulo de análisis: realiza el análisis de los datos de gestión del pavimento para obtener 
las mejores decisiones. La complejidad del módulo de análisis depende de las 
necesidades de la agencia. Se deben definir las políticas y prioridades de la agencia, lo 
que determinará los criterios u objetivos a considerar y las restricciones que se deben 
cumplir. Este módulo puede variar desde una clasificación de las prioridades hasta una 
optimización multiobjetivo. 

¶ Módulo de informes: genera varios informes de gestión del pavimento (p. ej., condición 
del pavimento, lista de mantenimientos recomendados y año de aplicación, 
consecuencias económicas, ambientales y sociales de cada estrategia, necesidades de 
financiación). 

¶ Retroalimentación: incluye el proceso para actualizar la información de construcción, el 
tratamiento fechas de finalización, cambios de condición, entre otros. 
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Figura 21: Componentes de gestión de pavimentos (Zimmerman et al. 2011). 

4.3. Políticas y prioridades 

Una adecuada gestión de pavimentos debe determinar el momento en el que se debe de actuar 
teniendo en cuenta las políticas y prioridades de la administración. Para ello, es necesario definir 
una serie de criterios que deberán tenerse en cuenta a la hora de priorizar unas actuaciones u 
otras.  Por un lado, el enfoque del análisis del ciclo de vida sirve para evaluar y estimar el coste 
soportado durante la vida útil del pavimento, tanto para la administración o promotor privado 
como para el usuario. El coste para la administración incluye el coste de la construcción inicial, 
actuaciones de rehabilitación, mantenimientos periódicos, ingeniería, y el coste de reemplazo 
al final de su vida útil. Por otro lado, el coste para el usuario engloba los costes de tiempo de 
viaje, operación del vehículo, accidentes, incomodidad y retraso. El coste de operación del 
vehículo (VOC en inglés) puede incluir todos los costes soportados durante el viaje, como 
combustible, neumáticos, consumo de aceite, costes de mantenimiento del vehículo y 
amortización del vehículo. 

La mayoría de los autores considera criterios económicos y técnicos, especialmente el coste para 
la administración. Un ejemplo de ello es la investigación de Meneses y Ferreira (2014), la cual 
busca minimizar los costes de mantenimiento y rehabilitación y maximizar el valor residual de 
la red de pavimentos considerando como restricciones el umbral mínimo de condición del 
pavimento y el presupuesto máximo anual. Como resultado, el óptimo es alcanzado cuando se 
asigna un peso de 81 % a la minimización del coste y un 19 % a la maximización del valor residual 
de la red vial. Otro ejemplo es el trabajo de Wu & Flintsch (2009). Estos autores proponen una 
optimización multiobjetivo cuya función objetivo estaba definida por la maximización del nivel 
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de servicio de la red vial y la minimización del coste de rehabilitación y mantenimiento. Las 
restricciones consideradas fueron: (i) no superar un presupuesto anual, (ii) mantener menos del 
10 % de la red vial por debajo de un umbral mínimo, (iii) alcanzar un nivel de servicio al año 
horizonte no menor al del año cero, (iv) no permitir que más de la cuarta parte de la red vial 
reciba tratamientos cada año, y (v) no permitir que más del 15 % de la red vial reciba 
mantenimiento de carácter preventivo cada año. En este caso, la solución óptima se consiguió 
asignando unos pesos entre 75 % y 81 % al objetivo de maximizar el nivel de servicio de la red 
vial y pesos entre 19 % y 25 % al objetivo de disminuir el coste. 

Las investigaciones recientes han empezado a incluir criterios ambientales para conseguir un 
mantenimiento sostenible. Por ejemplo, Torres-Machi et al. (2017) plantean como objetivos la 
maximización de la efectividad a largo plazo, medida en función del área bajo la curva de la 
evolución de la condición en el tiempo, y la minimización de las emisiones de gases de efecto 
invernadero (Greenhouse Gas, GHG). Como restricciones incluye que el presupuesto a utilizar 
no puede ser mayor al disponible y que la condición, que hace referencia al estado del 
pavimento, no puede ser menor a un umbral mínimo establecido. Bajo este esquema se realiza 
una búsqueda de la óptima combinación de mantenimiento de cada vía en un periodo 
determinado de análisis. Los autores concluyen que el uso de la herramienta desarrollada 
permite, con un presupuesto similar, incrementar hasta un 22 % la efectividad del tratamiento 
y disminuir un 12 % las emisiones de gases de efecto invernadero a la atmósfera. 

4.4. Objetivos y restricciones de la optimización 

Los objetivos y restricciones de la optimización tienen que ser formulados en base a las 
necesidades técnicas, económicas, ambientales y sociales que se quieren maximizar o minimizar 
o las que se quieren restringir. A continuación, se realiza una revisión del estado del arte de los 
diferentes criterios, ya sean considerados como objetivos o restricciones, que han sido 
propuestos por investigadores para gestionar el mantenimiento de pavimentos.  

4.4.1. Criterios técnicos 

Los criterios técnicos suelen formularse en función del indicador técnico utilizado para medir el 
estado del pavimento.  Los indicadores más utilizados son: pavement condition index (PCI), 
international roughness index (IRI), y pavement serviceability index (PSI). Mientras el indicador 
mide el estado del pavimento en un momento determinado, el criterio técnico debe considerar 
la evolución del indicador en el tiempo. Se destacan tres variantes de los criterios técnicos: 

i. Área bajo la curva de valor del indicador con el tiempo (Abaza, 2002; Chen et 
al., 2017; Irfan et al., 2012; Khurshid et al., 2010; Q. Li et al., 2010; Mohamed 
et al., 2020; Priya et al., 2008; Santos et al., 2018; Wei & Tighe, 2004; Yu et 
al., 2015)  

ii. Extensión de la vida útil (Labi & Sinha, 2005).  
iii. Valor mínimo de condición (Denysiuk et al., 2017; Lamptey et al., 2008; 

Moreira et al., 2017; Priya et al., 2008; Santos et al., 2020) 

Como se puede observar, la mayoría de los autores consideran el área bajo la curva como 
objetivo. El valor mínimo de condición también es considerado por muchos autores, aunque es 
más común que se considere como restricción. 
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4.4.2. Criterios económicos 

El presupuesto invertido en mantenimiento es crucial para evitar sobrecostes para la 
administración, un rendimiento bajo del pavimento, así como un mayor coste para el usuario. El 
coste para la administración está estrictamente asociado con el coste del mantenimiento 
cuando se realiza la actuación, mientras que el coste para el usuario cambia significativamente 
con el tiempo debido a la variación en el estado del pavimento. Además, las actuaciones de 
mantenimiento provocan el cierre parcial o total de las carreteras, lo que lleva a retrasos en el 
tráfico y mayor tiempo de viaje. En consecuencia, el coste del usuario durante el tiempo en el 
que se realizan las actuaciones es mucho más alto que durante el uso normal de la carretera. Sin 
embargo, el coste del usuario baja significativamente después de la actuación, dado que el 
pavimento ha mejorado su condición. Se destacan cuatro tipos de costes (W. Chen & Zheng 
2021; Mohamed, Xiao, & Hettiarachchi 2022): 

i. Coste para la administración por las actuaciones de mantenimiento en 
función del estado del pavimento. Para evaluar este coste se determina la 
actuación que se debe llevar a cabo en función del estado del pavimento y su 
coste. 

ii. Coste para el usuario (UC) - coste de operación del vehículo (vehicle operating 
costs (VOC) en inglés) puede incluir todos los costes soportados durante el 
viaje, como combustible, neumáticos, consumo de aceite, costes de 
mantenimiento del vehículo y amortización del vehículo. Este coste varía con 
el tipo de vehículo, velocidad, estado del pavimento y cantidad de tráfico.  

iii. Coste para el usuario (UC) - coste de tiempo o retraso de viaje (travel delay 
cost (TDC) en inglés) ocasionado por la disminución de las velocidades de 
circulación o un accidente. Este coste se calcula en función del valor del 
tiempo, según el nivel salarial de los pasajeros y el valor del tiempo de las 
mercancías, y el tiempo necesario, según el estado del pavimento. Por tanto, 
a medida que se deteriora la carretera, la velocidad de circulación disminuye 
y aumentan los costes por tiempo. 

iv. Coste para el usuario (UC) - coste de tiempo o retraso de viaje adicional 
necesario para atravesar la zona de trabajo o para desviarse de ella debido a 
los trabajos de reparación y/o mantenimiento (work zone travel delay cost 
(TDC-WZ) en inglés). Este coste se produce durante el tiempo que se realizan 
las actuaciones de mantenimiento, y es el equivalente al coste anterior 
(costes de tiempo o retraso) considerando la velocidad de circulación y el 
recorrido que deben realizar durante las operaciones de mantenimiento.  

4.4.3. Criterios ambientales  

Durante el uso de la infraestructura, las actividades de mantenimiento y el uso de la carretera 
provocan consumos de recursos y emisiones de gases contaminantes que amenazan el medio 
ambiente y comprometen a las generaciones venideras. Muchos estudios han empezado a 
considerar los aspectos ambientales para evaluar las diferentes alternativas de mantenimiento 
y comparar sus impactos sobre el medio ambiente. En cuanto a criterios ambientales, los más 
usados son (W. Chen & Zheng 2021; Mohamed, Xiao, & Hettiarachchi 2022): 

i. Emisiones de CO2 ligadas a las actividades de mantenimiento. Este criterio se 
avalúa mediante las emisiones unitarias de los diferentes materiales, 
maquinaria necesaria para el mantenimiento y transporte, multiplicadas por 
sus mediciones.   
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ii. Consumo energético debido a las actividades de mantenimiento. Este 
criterio es similar al anterior, considerando únicamente el consumo 
energético. Dado que las emisiones de CO2 evalúan las emisiones debido al 
consumo energético, así como otros aspectos, este criterio por lo general no 
se considera. 

iii. Emisiones de CO2 por operación del vehículo. Se evalúan las emisiones por 
consumo de combustible durante el uso convencional de la vía. 

4.4.4. Criterios sociales  

Los criterios sociales han sido muy descuidados en la literatura. El rendimiento del pavimento 
se considera en muchas ocasiones un impacto social, puesto que repercute en el patrimonio de 
la sociedad, así como en los usuarios de las vías. Sin embargo, si este es considerado como 
criterio técnico no debe ser incluido en los criterios sociales. Otros criterios sociales están 
relacionados con las molestias a los usuarios durante el mantenimiento o los accidentes. Los 
posibles criterios para la gestión del mantenimiento de pavimentos interurbanos son  (W. Chen 
& Zheng 2021; Mohamed, Xiao, & Hettiarachchi 2022): 

i. Molestias generadas: este criterio trata de traducir las molestias generadas 
a la población por los propios trabajos de mantenimiento y reparación en un 
indicador. Para su valoración, uno de los factores más importantes será el 
tiempo de duración de las tareas de reparación o mantenimiento, por lo que 
se buscará que dichas tareas sean lo más breve posible para generar las 
mínimas molestias posibles tanto a los usuarios de la vía como a la sociedad 
en general. 

ii. Coste de accidentalidad: uno de los criterios recogidos en la bibliografía 
existente en cuanto a criterios de seguridad es el coste de accidentalidad.  

Hay autores como Forkenbrock y Foster (1997), que cuantifica el coste de 
accidentes por millón de VMT (Vehicles Mile Travel) a través de la siguiente 
expresión: 

#ÏÓÔÅ ÄÅ !ÃÃÉÄÅÎÔÅ

-ÉÌÌÏÎÅÓ ÄÅ 6-4
ρȢυψχȢυψππȟωωτ  ρȟρρρ  ρȟττς  ρȟχτρ  πȟωυς  πȟωσφ  ρȟπψυ  

donde PSR = clasificación de servicialidad, que toma valores entre 0 (pobre) 

a 5 (excelente) (FHA 1987, p. IV-28); TOPCURV = ángulo de la curva, por lo 

que tomará el valor de 0 en caso de no existir curva; PASSRES = variable que 

identifica las restricciones de paso (semáforos, rompe velocidades, etc) que 

toma el valor de 1 en caso de existir y 0 en caso contrario; ADTLANE = tráfico 

promedio diario expresado en millares de vehículos por carril; RIGHTSH = 

ancho de la acera expresado en pies; LANES = variable codificada con el valor 

1 en el caso de que la vía posea 4 o más carriles; TOPGRAD = cambio de 

elevación, que toma los siguientes valores en función de la pendiente de la 

vía: 0= sin pendiente, 1= 1 % al 1,9; 2= 2 % al 2,9 %; 3= 3 % al 3,9 %, 4= 4 % al 

4,9 %, 5=5 % al 5,9 %, 6=6 % al 6,9 %, 7=7 % al 7,9 %, 8=8 % al 8,9 %, 9=9 % al 

9,9 %, 10=10 al 11,9 %, 11=12 % al 14,9 % y 12= 15 % o más. 

Otros autores (Choi 2019) evalúan este coste en función del coste por 
accidente y el número de accidentes previsibles según el estado de la 
carretera.  
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#ÏÓÔÅ ÄÅ !ÃÃÉÄÅÎÔÅ Î
В ὔὥὧὧὭὨὩὲὸὩίὲ ȟȟȟ ὼ ὅέίὸὩ ὥὧὧὭὨὩὲὸὩίὲ ȟȟȟ  ὼ ὰέὲὫὭὸόὨ ὼ ὍὓὈὲ ὼ ὥὧὧὭὨὩὲὸὥὰὭὨὥὨ

ρππππππ
 

Donde N accidentesa,b,c,d son el número de muertes (a), de heridos graves (b),   
heridos leves (c), y lesiones reportadas (d) en el año n; el coste de accidentes 
se mide por persona y por cada 100 millones de kilómetros recorridos en el 
año n; y la accidentalildad es el número de accidentes de 
tráfico/1.000.000veh/km. 

Para determinar la accidentalidad de una vía se pueden utilizar estudios 
como los de Wallman & Åström (2001) que clasificaron el estado del 
pavimento en cuatro niveles según el coeficiente de fricción y determinaron 
la accidentalidad en cada nivel según un estudio estadístico. Por otro lado, 
las investigaciones de Anastasopoulos et al. (2016) propusieron modelos más 
avanzados para evaluar la accidentalidad en función de determinadas 
características de las vías y varios índices del estado del pavimento (IRI, PCR 
y rut depth). Los resultados de esta investigación mostraron que un aumento 
en el valor umbral observado de IRI, rut depth y la deflexión aumentan la 
accidentalidad, mientras que, un aumento en el valor umbral de PCR 
disminuye la tasa de accidentes. Por ejemplo, el aumento de PCR en una 
unidad reduce el número de accidentes por 100 millones de VTM (vehículos 
por milla viajado o vehicle-miles traveled) por 1,25.  
 

iii. Factor de modificación de accidentes (Crash Modification Factor, CMF por 
sus siglas en inglés): es otro criterio de seguridad. Se trata de un factor 
multiplicativo que indica la proporción de accidentes que se esperan después 
de implementar una contramedida. Los CMFs con un valor inferior a 1 indican 
que se espera una disminución de accidentes y los CMFs superiores a 1 
indican un aumento esperado de accidentes (Federal Highway 
Administration 2022).  
 
 
Las agencias de transporte suelen basar sus decisiones en el análisis del coste 
del ciclo de vida y en los objetivos de estado, pero no tienen en cuenta 
explícitamente el papel del estado del firme en la seguridad de las carreteras 
(Cafiso et al. 2021). Sin embargo, los accidentes de tráfico suelen producirse 
por una combinación de factores humanos, de la vía/entorno y del vehículo, 
estando estrechamente relacionados con el estado del pavimento, ya que es 
uno de los factores más importantes de la calzada/entorno y afecta al 
comportamiento de la conducción y al rendimiento del vehículo al mismo 
tiempo. Además, varios estudios han demostrado que el estado del 
pavimento desempeña un papel importante en la seguridad (Lee, Abdel-Aty, 
& Nyame-Baafi 2020).  
 
Las irregularidades de la superficie de la carretera representan peligros 
potenciales que pueden hacer que el conductor pierda el control del 
vehículo.  El perfil de la superficie de la carretera que afecta a la dinámica del 
vehículo y al drenaje del agua se refiere a los desniveles y a la megatextura. 
Los problemas del pavimento, como los baches y las grietas, pueden reducir 
la estabilidad direccional y aumentar las dificultades de frenado. El índice 
más común de megatextura y desnivel es el Índice Internacional de 
Rugosidad (IRI). El IRI suele servir de base para las decisiones de 
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mantenimiento de los pavimentos, es recogido regularmente por varias 
agencias de carreteras de todo el mundo y se ha comprobado que representa 
adecuadamente la percepción de los usuarios sobre la calidad de las 
carreteras (Cafiso et al. 2021). En los Estados Unidos, la FHWA adoptó el IRI 
para el sistema de carreteras estatales porque este índice utiliza un 
procedimiento estandarizado, permite la coherencia entre las jurisdicciones, 
representa una medida objetiva y ha ganado aceptación como una medida 
universal del estado de la superficie del pavimento (S. Chen, Saeed, & Labi 
2017).  
 
Diversos estudios indican que un aumento del IRI se asocia con un aumento 
del número de accidentes (Cafiso et al. 2021; Chan et al. 2010; S. Chen, 
Saeed, & Labi 2017; Elghriany et al. 2016; Lee, Abdel-Aty, & Nyame-Baafi 
2020). 
 
Algunos autores consideran el IRI como único factor para el CMF. Un ejemplo 
de ello es el estudio llevado a cabo por Cafiso et al. (2021), como se puede 
apreciar en la Figura 3. 

 

Figura 22. CMF según valores de IRI (Cafiso et al. 2021).  

Los autores Lee, Abdel-Aty y Nyame-Baafi (2020) determinan el CMF en 
función del IRI y la IMD (intensidad media diaria de tráfico). Además, 
diferencian las vías en función del límite de velocidad, resultando las 
siguientes ecuaciones: 

- Límite de velocidad mayor o igual a 110 km/h: 

ὅὓὊ Ὡȟ Ὡȟ Ⱦ  
- Límite de velocidad menor a 110 km/h: 

ὅὓὊ Ὡȟ Ὡȟ Ⱦ  
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Con su estudio demuestran que un aumento del IRI está asociado con un 
mayor número de accidentes. Además, el efecto del IRI es relativamente 
pequeño a velocidades mayores a 110 km/h, en comparación con el efecto 
del IRI a velocidades menores a 110 km/h, y cuando el volumen de tráfico es 
elevado el efecto del IRI es mayor. 

4.5. Propuesta de objetivos y restricciones de la optimización 
El proceso de optimización del sistema de gestión de pavimentos debe atender a un conjunto 

de objetivos y restricciones, formulados en base a las necesidades técnicas, económicas, 

ambientales y sociales que se quieran maximizar, minimizar o restringir. En este caso, se 

persigue reducir el coste económico y el impacto medioambiental de las actividades de 

mantenimiento, así como el coste de los usuarios, al mismo tiempo que se mejora las 

características técnicas de la red y la seguridad vial. En este sentido, se considerarán cinco 

criterios como función objetivo en el proceso de optimización:  

¶ Coste económico de las actuaciones de mantenimiento 

Una gestión eficiente del mantenimiento implica una menor utilización de recursos económicos, 

por lo que el empleo del coste económico como criterio de decisión resulta imprescindible. La 

medición cuantitativa de dicho criterio será la de euros de ejecución material (€). En el modelo 

será la Función Objetivo 1. 

¶ Coste ambiental de las actuaciones de mantenimiento 

Una gestión de mantenimiento sostenible ha de considerar la reducción del coste ambiental. 

Para la medición cuantitativa de dicho criterio, se emplearán los kilogramos de dióxido de 

carbono asociados a las actuaciones de mantenimiento (kg CO2). En el modelo será la Función 

Objetivo 2. 

¶ Coste de los usuarios 

Una gestión de mantenimiento sostenible ha de considerar la reducción del coste para el 

usuario, ya que este cambia significativamente con el tiempo debido a la variación en el estado 

del pavimento. Además, las actuaciones de mantenimiento provocan el cierre parcial o total de 

las carreteras, lo que lleva a retrasos en el tráfico y mayor tiempo de viaje. En consecuencia, el 

coste del usuario durante el tiempo en el que se realizan las actuaciones es mucho más alto que 

durante el uso normal de la carretera. Sin embargo, el coste del usuario baja significativamente 

después de la actuación, dado que el pavimento ha mejorado su condición. Este criterio, medido 

cuantitativamente en euros (€) incluye (Heravi & Esmaeeli 2014; Li & Madanu 2009): 

i. Coste para el usuario - coste de operación del vehículo (vehicle operating costs, VOC) 

puede incluir todos los costes soportados durante el viaje, como combustible, 

neumáticos, consumo de aceite, costes de mantenimiento del vehículo y amortización 

del vehículo. Este coste varía con el tipo de vehículo, velocidad, estado del pavimento y 

cantidad de tráfico.  

ii. Coste para el usuario - coste de tiempo o retraso de viaje adicional necesario para 

atravesar la zona de trabajo o para desviarse de ella debido a los trabajos de reparación 

y/o mantenimiento (work zone travel delay cost (TDC-WZ) en inglés). Este coste se 

produce durante el tiempo que se realizan las actuaciones de mantenimiento y se 

calcula en función del valor del tiempo, según el nivel salarial de los pasajeros y el valor 

del tiempo de las mercancías, y el tiempo necesario, según el estado del pavimento.  
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¶ Seguridad Vial – Factor de modificación de accidentes (Crash Modification Factor, CMF 

por sus siglas en inglés):  

Una gestión de mantenimiento sostenible debe contemplar criterios sociales. Habitualmente 

estos están relacionados con las molestias a los usuarios durante el mantenimiento o los 

accidentes.  Por ello, se evalúa el factor de modificación de accidentes en función del estado del 

pavimento y del tráfico; concretamente, en función del IRI y la IMD. En el modelo será la Función 

Objetivo 4. 

¶ Mejora del estado de la red a lo largo del periodo de evaluación o beneficio.  

La eficiencia en la gestión del mantenimiento implica obtener el mejor estado de la vía posible 

con el menor coste e impacto posible. Por ello, se evalúa el estado de la red a lo largo de los 

años mediante los modelos de predicción empleados, definiéndose así una función cuya variable 

dependiente es el PCI y la variable independiente el tiempo. La medición cuantitativa de este 

criterio será el valor de la integral definida dentro del periodo de evaluación de dicha función 

(PCI·t, con t medido en años). En el modelo será la Función Objetivo 5. 

Por otro lado, se considerarán dos restricciones: (i) estado mínimo admisible del pavimento 

(valor mínimo de PCI u otro indicador) para el conjunto del problema que viene implícita en la 

definición de la propia variable de optimización y (ii) el presupuesto máximo admisible por parte 

del decisor en ejecución material (PEM). 
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5. Definición del GIS y conexión con BIM 

5.1. Introducción 
Este documento constituye una descripción no exhaustiva de la estructura del desarrollo del 

software NEUROVIAS correspondiente a la Tarea 1.5 Definición del GIS y conexión con BIM. Esa 

tarea se encarga de definir el formato del sistema completo que recogerá todos los módulos del 

proyecto NEUROVIAS incluyendo la descripción de la arquitectura de software. 

5.2. Objetivos 

5.2.1. Objetivo general 
El objetivo general es proponer un desarrollo de una aplicación robusta y eficiente que 

automatice el proceso de evaluación y predicción de la condición del pavimento de las vías 

interurbanas, así como la optimización del plan de gestión de mantenimiento de este, con el fin 

de brindar apoyo a los gestores y agentes relacionados con el proceso de mantenimiento de la 

red de carreteras.  

5.2.2. Objetivos específicos 
Los objetivos específicos que se persiguen con el alcance del documento son los siguientes: 

¶ Determinar los requerimientos necesarios para el desarrollo del sistema a través del 

análisis de los módulos desarrollados en las distintas tareas del proyecto. 

¶ Proponer un módulo que facilite la integración de la aplicación con GIS y BIM. 

¶ Proponer un desarrollo de la aplicación final que conecte todos los módulos 

desarrollados en el proyecto NEUROVIAS: (PT3. Modelos predictivos de evolución del 

deterioro, PT4. Modelo de evaluación de la condición mediante técnicas de deep 

learning, PT5. Optimización multiobjetivo y toma de decisiones). 

5.3. Marco Conceptual 

5.3.1. Conceptualización básica 
En el campo de la informática se puede definir un paradigma como un conjunto de métodos, 

reglas y generalizaciones utilizadas para solucionar un problema. En el desarrollo de software 

existen diversos paradigmas de programación que permiten solucionar de diversos modos un 

problema por medio de una aplicación informática. 

En este caso, el paradigma empleado es la Programación Orientada a Objetos. Este consiste en 

la utilización de objetos que representen una entidad en el mundo real, por ejemplo, una 

carretera. A dichos objetos se les puede asociar propiedades y modelos de comportamiento. 

5.3.2. Tipo de aplicaciones  
Actualmente, se puede distinguir 3 tipos de aplicaciones: nativas, web e híbridas: 

¶ Aplicaciones nativas: íntegramente programadas en el entorno de desarrollo específico 

para cada sistema operativo. 

¶ Aplicaciones web: desarrolladas en lenguaje WEB (HTML 5)  

¶ Aplicaciones híbridas: desarrolladas en parte con el entorno de desarrollo nativo y en 

parte en lenguaje WEB (HTML 5). 

Cada una de ellas tiene sus ventajas e inconvenientes que influyen a la hora de hacer una 

elección para el desarrollo.  
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El software NEUROVIAS debe permitir una gestión y consulta de resultados accesible y sencilla 

por parte de los usuarios, de manera que puedan disponer de la información necesaria para la 

toma de decisiones, conociendo la evaluación del estado o condición del pavimento de las vías 

interurbanas y todo el análisis del pavimento completo. En este caso, una aplicación web 

satisface los requisitos ya que no es necesaria una interacción compleja con el dispositivo y, lo 

más relevante, con una sola herramienta se ofrece servicio tanto en móviles, tabletas y 

ordenadores de sobremesa. Por lo tanto, teniendo en cuenta las características del proyecto 

NEUROVIAS se ha optado por desarrollar una aplicación web.   

Las páginas web son poco más que un conjunto de archivos de hipertexto ligados (HTML) que 

presentan información escrita y archivos multimedia incrustados, en formato plano o estilizados 

mediante hojas de estilo (CSS). Sin embargo, pueden evolucionar hacia ambientes 

computacionales sofisticados mediante la utilización de otros lenguajes (interpretados desde el 

lado del cliente o navegador, o desde el lado del servidor) que no sólo proporcionan 

características, funciones de cómputo y contenidos independientes al usuario final, sino que 

están integradas con bases de datos corporativas y otras aplicaciones. 

Las aplicaciones web presentan varias ventajas en el proceso de implementación de un sistema 

sobre otras tecnologías. Suelen ser útiles cuando se quiere acceder a un sistema de forma 

remota, pero por diversas razones también son válidas para implementar soluciones que solo 

sean utilizadas dentro de la empresa/institución. Una de las principales es que no requieren la 

instalación del sistema en el equipo cliente ni de los componentes que éste necesita para 

ejecutarse. Solamente deben instalarse en el equipo servidor. Se puede acceder desde diversos 

sistemas operativos y solamente necesitan de un navegador web para ejecutarse.  

5.4. Marco Metodológico 
Como parte del proceso de desarrollo del sistema, se ha recurrido a la metodología del ciclo de 

vida de desarrollo de sistemas el Proceso Unificado Ágil (AUP), el cual se caracteriza por 

enfocarse a las personas, la comunicación, el software útil y la fácil respuesta al cambio, sin dejar 

de lado la parte documental del proyecto. El AUP está compuesto por cuatro fases: Inicio, 

Elaboración, Construcción y Transición. 

A continuación, se establecen los objetivos de cada una de las fases: 

¶ Fase de Inicio: El objetivo es la identificación del alcance del proyecto, una arquitectura 

potencial de su sistema y la aceptación de las partes interesadas.  

¶ Fase de Elaboración: Tiene como objetivo probar la arquitectura del sistema. Esta fase 

incluye el estudio detallado de cada uno de los requerimientos: El modelado es la 

representación de cómo los usuarios interactúan con el sistema, se diseña el modelo de 

dominio para identificar las principales entidades, así como el modelo de interfaces que 

identifica como el sistema interactúa con otros sistemas en caso de que sea necesario. 

Por otra parte, se diseña, implementa y valida la arquitectura: Se terminan de definir 

casos de uso, el modelo de dominio del sistema, modelo de interfaces y se propone una 

arquitectura inicial. 

¶ Fase de Construcción: Tiene como objetivo la construcción de un software que trabaje 

de manera regular, incremental, y que responda a las necesidades de mayor prioridad 
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de los actores del proyecto. El desarrollo y las pruebas del software ocupan la mayor 

parte del tiempo de esta fase, ambas actividades deben ir unidas, de manera que los 

errores se identifiquen y se manejen en las fases tempranas del desarrollo. Los errores 

se deben registrar entre cada iteración de manera que sea más sencillo resolverlos en 

iteraciones posteriores. Los interesados deben formar parte activa de esta fase, 

formando parte del equipo de desarrollo. 

¶ Fase de Transición es responsable de la validación y el despliegue del sistema en su 

entorno de producción. La Transición está formada por las pruebas de usuarios y 

sistema de despliegue. 

 

Figura 23 Esquema del Proceso Unificado Ágil (AUP) 

5.5. Desarrollo del software NEUROVIAS 

5.5.1. FASE INICIO 

(1) Alcance 
Se ha desarrollado un sistema con una integración con el GIS y BIM que es capaz de 

evaluar el estado de conservación actual del pavimento de las carreteras y prediga el 

estado futuro, pudiendo visualizarse los resultados de forma georreferenciada. 

El software es una herramienta importante de ayuda para realizar una gestión eficiente 

del pavimento de la red vial interurbana, tratando de minimizar los recursos necesarios 

para su conservación. El sistema permite registrar los parámetros de evaluación del 

estado de las carreteras, como deterioros y deficiencias, deflexiones, CRT, IRI, etc.) de 

forma organizada y automática, para una mejor comprensión y ayuda a la toma de 

decisiones y control de la información. 

La aplicación permitirá a los usuarios la exportación de los resultados de todos módulos 

a los archivos combatibles con los sistemas GIS y BIM. 

(2) Matriz de Requerimientos  
A continuación, se enumeran los requisitos que va a cumplir el software desarrollado: 
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Tabla 33 Matriz de requerimientos 

REQUERIMIENTO DESCRIPCIÓN 

CREAR PROYECTO 

El sistema guarda el registro de los datos 
del proyecto para mantener un catálogo de 
proyectos (nombre del proyecto, fechas, 
carreteras etc.) 

PREDICCIÓN DE EVOLUCIÓN DEL DETERIORO Módulo desarrollado en el PT3. 

EVALUACIÓN DE LA CONDICIÓN MEDIANTE 
TÉCNICAS DE DEEP LEARNING 

Módulo desarrollado en el PT4. 

OPTIMIZACIÓN MULTIOBJETIVO Y TOMA DE 
DECISIONES 

Módulo desarrollado en el PT5. 

IMPORTACIÓN DE IMÁGENES 
GEOREFERENCIADAS 

El sistema permite importar las imágenes 
georreferenciadas desde una 
computadora/ portátil/servidor local hacia 
la base de datos de la aplicación. 

GENERACIÓN DE ARCHIVOS COMPATIBLES 
CON GIS Y BIM 

 
El sistema es capaz de exportar los 
resultados a los archivos compatibles con 
los sistemas BIM (archivos *.xml que 
deberá ser tratado) 

 

5.5.2. FASE DE ELABORACIÓN 

(1) Diseño casos de uso del sistema 

Gestión de Proyecto  

El usuario puede insertar, actualizar, leer y borrar un proyecto. Cada proyecto se identifica por 

diferentes etiquetas como nombre, fecha, descripción, etc. Es posible asociar varias carreteras 

a un mismo proyecto, cargando para ello la información correspondiente a cada eje. 

Gestión de Carretera  

El usuario puede insertar, actualizar, leer y borrar una carretera de un proyecto. La carretera se 

define por su nombre, intervalo, geometría y puntos kilométricos. La geometría está asociada 

automáticamente al importar imágenes georreferenciadas. 

Gestión de Tramo de carretera  

Los tramos están generados automáticamente recogiendo información del nombre de la 

carretera, puntos kilométricos e intervalo. A esos objetos se asocia los parámetros de la 

condición del pavimento de las carreteras.   

Importación de los parámetros tales como CRT, IRI, deflexiones  

El usuario puede importar la información de CRT, IRI y deflexiones para poder visualizarla en el 

visor GIS y utilizarla como los datos de entrada para otros módulos de la aplicación. La fuente 

de la información y su formato están definidos en la Tarea 3.4. Conexión con otras bases de datos 

nacionales. 
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Figura 24 Esquema simplificado de la importación de los parámetros asociados al pavimento de la carretera 

Importación de imágenes georreferenciadas  

El usuario puede importar las imágenes georreferenciadas asociándolas a una carretera de un 

proyecto.   

Al importar dichas imágenes, debido a la precisión del GPS y para el correcto funcionamiento de 

la aplicación, se proyectan las coordenadas obtenidas por el GPS sobre la calzada que el usuario 

ha introducido. Por tanto, las imágenes están asociadas a tramos de carretera. 

 
Figura 25 Esquema simplificado de la importación de las imágenes georreferenciadas 

Predicción de evolución del deterioro (PT3.) 

El usuario puede consultar la predicción de la evolución del deterioro de las carreteras de un 

proyecto predefinido. Los resultados se asocian automáticamente a las carreteras del proyecto. 

Los datos de entrada y de salida se definen en la Tarea 3.1. Definición de las variables de entrada 

y salida de la red. 

Evaluación de la condición mediante técnicas de deep learning (PT4.)  

El usuario puede llevar a cabo la evaluación de la condición del pavimento de las carreteras 

mediante el módulo desarrollado en la Tarea 4. Modelo de evaluación de la condición mediante 

técnicas de Deep Learning. Los resultados se asocian automáticamente con las carreteras del 

proyecto. 

Optimización multiobjetivo y toma de decisiones (PT5.)  

El usuario puede llevar a cabo la optimización de las acotaciones sobre las carreteras mediante 

el módulo desarrollado en la Tarea 5. Optimización multiobjetivo y toma de decisiones 

Visualización de los resultados  

El usuario puede consultar todos los datos de entrada, así como todos los resultados generados 

a través del visor GIS, simplemente “cliqueando” sobre la propia carretera. 
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Figura 26 Ejemplo de un visor GIS 

Exportación de los resultados al BIM y GIS (PT6.3.)  

El usuario puede exportar los resultados procedentes de varios módulos de un proyecto a un 

archivo compatible con el software de modelado BIM y GIS, como por ejemplo ArcGIS o QGIS 

(abierto y gratuito). Los datos de entrada y salida estarán definidos en la Tarea 6.3. Desarrollo 

de la conexión con software de modelado BIM 

 

Figura 27 Esquema simplificado de la exportación de los resultados BIM y GIS 

Exportación de los resultados al MS Excel, MS Word, PDF 

El usuario puede exportar los resultados procedentes de varios módulos de un proyecto a un 

archivo en formato de pdf, xlsx y docx para poder llevar a cabo un análisis de datos personalizado 

o crear un informe personalizado. Los datos de entrada y salida son iguales o parecidos a los que 

estan definidos en el caso del uso del sistema Exportación de los resultados al BIM y GIS (PT6.3.) 

 

Figura 28 Esquema simplificado de la exportación de los resultados Excel, Word, y PDF 
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5.5.3. FASE DE CONTRUCCIÓN 

(1) Matriz de usuarios del sistema 
El tipo de usuario determina los privilegios que se pueden conceder al miembro a través 

de un rol predeterminado o personalizado. 

A continuación, se enumeran los roles previstos en el software NEUROVIAS: 

Tabla 34 Roles del software NEUROVIAS 

Rol Descripción 

ADMINISTRADOR  Tiene todas las capacidades de los tipos de 
usuarios Usuario estándar y Visitante, 
además de la capacidad de administrar los 
usuarios. 

USUARIO ESTÁNDAR Tiene todas las capacidades del tipo de 
usuario Visitante, y, adicionalmente, es el 
encargado de llevar el control sobre los 
diversos proyectos y las carreteras que tiene 
el sistema, y además de eso se encarga de la 
importación de los datos de entrada 
imprescindible y ejecución de los módulos de 
predicción, evaluación y optimización del 
pavimento de las vías interurbanas. 

VISITANTE  Puede visualizar y exportar los resultados de 
los proyectos generados. 

 

Un esquema explicativo de las funcionalidades habilitadas para cada tipo de usuario y 

sería el siguiente: 

 

Figura 29 Privilegios de los roles de usuario estándar y visitante 

 

Figura 30 Privilegios únicos de los roles de usuario tipo Administrador 
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Tabla 35 Privilegios de los roles 

ROL ADMINISTRADOR 
USUARIO 

ESTÁNDAR 
VISITANTE 

Agregar/Borrar/Modificar Proyecto S S N 

Consultar Proyectos S S S 

Agregar/Borrar/Modificar 
Carretera del proyecto 

S S N 

Consultar Carreteras S S S 

Agregar/Borrar/Modificar Tramo 
de la carretera 

N N N 

Consultar Tramos S S S 

Administración de usuarios S N N 

Importar imágenes S S N 

Llevar a cabo la optimización S S N 

Llevar a cabo la predicción del 
deterioro 

S S N 

Llevar a cabo la evaluación del 
pavimento 

S S N 

Exportación de resultados S S S 

 

5.5.4. FASE DE TRANSICIÓN 
La fase de transición se lleva a cabo en la Tarea 6. Desarrollo del software NEUROVIAS. 

5.6. FASE INICIO 
En este apartado se presenta la arquitectura potencial del sistema, la cual se verifica en la 

siguiente fase por las partes interesadas. 

5.6.1. ARQUITECTURA DEL SOFTWARE  

Teniendo en cuenta el éxito del software SIMEPU, para el desarrollo de software NEUROVIAS se 

propone un software en formato de una aplicación web similar a la del proyecto SIMEPU, la cual 

se compone de los siguientes elementos: 

Á geoDjango (framework) 

Á PostgreSQL y PostGIS ( base de datos) 

El siguiente esquema presenta el funcionamiento de la aplicación. 
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5.6.2. Descripción de los componentes del software 
A continuación, se presenta una breve descripción de cada componente de la arquitectura 

propuesta: 

GeoDjango una expansión del framework de desarrollo web Django, que añade funcionalidades 

específicas que permiten almacenar y manipular datos geográficos. Es una herramienta 

enfocada en lograr que la creación de aplicaciones web geográficas se desarrolle de forma rápida 

y sencilla. La siguiente figura muestra su potencial. 

PostgreSQL y PostGIS son los componentes de la base de datos que almacenarán y 

administrarán datos e información espaciales para la aplicación web y GeoServer. Todas estas 

tablas y datos se almacenarán dentro de una base de datos en PostgreSQL. GeoServer usará 

PostGIS para almacenar y administrar datos vectoriales espaciales  para cada capa. 

 

 

Figura 31 Ejemplo de un interfaz de una aplicación web de geoDjango 

Se propone una implementación de un módulo de exportación del archivo BIM en formato XML, 

este archivo será tratado por el programa Autodesk Civil3D para poder generar un formato 
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compatible con visores BIM. El IFC es un formato de datos que tiene como finalidad permitir el 

intercambio de un modelo informativo sin la pérdida o la distorsión de datos o informaciones. 

Para facilitar el despliegue podríamos intentar implementar un Docker. La idea detrás de Docker 

es crear contenedores ligeros y portables para las aplicaciones software que puedan ejecutarse 

en cualquier máquina con Docker instalado, independientemente del sistema operativo que la 

máquina tenga por debajo, facilitando así también los despliegues. 

5.6.3. Ventajas de la arquitectura propuesta  
A continuación, se enumera unas ventajas del desarrollo de software basado en geoDjango: 

¶ Implementado en Python: El lenguaje de programación Python es bastante poderoso y 

se usa en la implementación de cálculos científicos e inteligencia artificial de alto nivel 

por lo que le da un apoyo inmenso en el back-end sin comprometer nada en el front-

end. 

¶ Mejor conectividad CDN y gestión de contenido: Esta función es una de las razones por 

las que las empresas emergentes y los servicios sociales como Instagram están 

utilizando Django en primer lugar, debido a la disponibilidad de un mayor control sobre 

las CDN. Django proporciona bibliotecas y desarrolladores para usarlo como un CMS 

(Content Management System) debido a su excelente interfaz de administración, que 

facilita la configuración y ejecución de CDN. 

¶ Framework con Baterías Incluidas: Django está hecho por desarrolladores web para 

desarrolladores web, por lo que, Django resolverá los problemas generales que 

enfrentan los desarrolladores. Django Framework viene con tanta funcionalidad que es 

posible que ni siquiera necesite crear nada más que su propia aplicación única, y esa es 

la filosofía de diseño de Django DRY (Don't Repeat Yourself). 

¶ Procesamiento rápido: Esta ventaja es decente sobre otros frameworks, ya que la 

arquitectura de Django es diferente de todos los demás frameworks de la industria. 

Django usa la arquitectura MTV, lo que hace que todo el proceso de transmisión a través 

de Internet sea más fácil y rápido, ya que los recursos se pueden colocar en un CDN. El 

servidor Django maneja las cosas bastante bien, al mismo tiempo que mantiene la 

velocidad. 

¶ Ofrece desarrollo rápido: La razón para acelerar la velocidad de desarrollo es que la 

arquitectura MTV de Django se implementa con la filosofía de componentes débilmente 

acoplados. Esto significa que es posible trabajar en diferentes componentes en paralelo 

y luego integrarlos mucho más fácilmente. Esta característica de Django marca una gran 

diferencia con respecto a otros frameworks y, actualmente, Django es el mejor para un 

desarrollo rápido en la industria. 

¶ Escalable: Django se ha creado de tal manera que podrá manejar cualquier tipo de 

adición de hardware. Esta ventaja es la razón principal por la que los sitios más 

concurridos del mundo como Instagram, Pinterest, Disqus, etc. utilizan el marco Django. 

Django se basa en una arquitectura débilmente acoplada, que le brinda la funcionalidad 

de agregar hardware en cualquier punto de los componentes, ya que ellos administrarán 

ese cambio. Y tendrá poco o ningún efecto en otros componentes, lo que no es el caso 

en otros frameworks. 

¶ Seguridad: Django framework está hecho por los mejores desarrolladores web del 

mundo que tienen una gran experiencia y conocimiento. Entonces, eso deja una 

posibilidad muy pequeña de agujeros de seguridad en Django, incluso en el sistema de 

autenticación de usuarios.  Django utiliza el método GET para transmitir los datos, pero 
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las contraseñas y toda la información importante se cifran automáticamente con una 

clave de seguridad larga. Incluso en la base de datos de Django, no es posible ver la 

contraseña. 

5.6.4. Datos de entrada y salida 
En este apartado se enumeran los datos de entrada y salida de software. En ambos casos las 

variables pueden cambiar ya que esas dependen de los módulos desarrollados en las siguientes 

fases del proyecto por todos los participantes.  

Datos de entrada 

Los datos de entrada del software son: 

1) Imágenes georreferenciadas de deterioros (idealmente con sus PK o como mínimo con 

el PK inicial),  

2) Umbral de PCI 

3) Intensidad de tráfico, carriles 

4) Estructura del firme,  

5) Otros indicadores como CRT, IRI o deflexiones 

6) ShapeFile con las calzadas 

Cabe destacar que los datos que no son en formato de una imagen (n.º 2, 3, 4) deben cumplir 

un formato predefinido (por ejemplo, un archivo *.csv, *.xlsx con los nombres de columnas 

fijos). Además, para poder asociarlos a los datos procedentes de fotos, se necesitan las 

coordenadas o el valor PK para cada lectura. Por lo tanto, se propone usar el patrón de los 

campos establecidos en la base de datos de la aplicación Visor Multiparámetro 5.1., por tratarse 

de una herramienta muy frecuentemente empleada en estudios y proyectos de rehabilitación 

de firmes a la hora de tratar las deflexiones y CRT, y muy probablemente al implementar los 

datos de deflexiones y/o CRT. Se dispondrá una base de datos de Microsoft Access en formato 

mostrado en la siguiente imagen. 

 

Figura 32 Ejemplo de los datos del CRT utilizados en el Visor Multiparámetro 5.1. 
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Dependiendo del tamaño de los datos, esa información podría proceder de los archivos *.xlsx, 

*.csv o bien de la base de datos PostgreSQL. Por ejemplo, en la versión de 32 bits de Office, el 

tamaño máximo de archivos para un libro que contiene un modelo de datos es de 2 GB y la 

memoria máxima que puede consumir un libro es de 4 GB. Si supera alguno de estos límites, no 

se permite guardar el libro7. 

Datos de salida: 

Los datos de salida del software son: 

1) PCI actual y, actuaciones óptimas en formato SHP (GIS) e IFC (BIM) 

2) Informe en formato PDF 

5.6.5. Funcionamiento general del software  
A partir de las imágenes georreferenciadas guardadas en la ruta predefinida, el software extrae 

el eje de la carretera. El eje de la carretera se puede importar también (por ejemplo, un archivo 

GEOJSON o SHP). Adicionalmente, se busca una manera de extracción automática del eje de la 

carretera, tal y como se ofrece en el software SIMEPU. De todas formas, en este caso se trata de 

las vías interurbanas lo cual implica que no es posible usar la misma manera de extracción de 

los ejes (en el proyecto SIMEPU se trabaja con las carreteras urbanas). La extracción se investiga 

en la siguiente fase. 

Una vez importadas las imágenes de una carretera interurbana, cada imagen se preprocesa 

mediante las técnicas de Deep Learning. Se asocia a cada imagen los datos de salida procedentes 

del citado modelo (la clase, la medición y severidad de cada deterioro etc.). En el siguiente paso, 

además de calcular el valor del índice de PCI actual y futuro, se ofrece una propuesta de las 

actuaciones óptimas sobre la carretera de estudio mediante un algoritmo desarrollado en fases 

anteriores. En este momento, el usuario ya puede descargar una capa vectorial en formato 

shape o una capa BIM en formato XML con toda información generada. También se incluye una 

opción para realizar de una tramificación de la carretera en tramos homogéneos según la Norma 

6.3-IC Rehabilitación de firmes. 

 

Figura 33 Ejemplo de visualización de resultados de PCI en una carretera 

 
7 https://support.microsoft.com/es-es/office/memoria-m %C3 %A1xima-o-tama %C3 %B1o-de-archivo-
superado-2b43e34d-bb20-49e1-b168-7866206f3669 
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Posteriormente, se pueden contrastar los datos generados con otra información 

complementaria, como deflexiones, CRT, e IRI. Finalmente, se puede descargar un informe sobre 

el estado de la carretera, por ejemplo, en formato PDF o Excel. 

5.7. CONCLUSIONES 
Este informe presenta de manera general el software de NEUROVIAS, sus objetivos y datos de 

entrada y salida. Además, ofrece una descripción de la implementación basada en proyectos de 

investigación precedentes. El sistema propuesto para el proyecto NEUROVIAS permite: 

¶ Construir un repositorio donde se almacenen digitalmente los datos asociados a la 

condición del pavimento de las vías interurbanas (deflexiones, CRT, IRI, imágenes 

georreferenciadas, PCI etc.). 

¶ Integrar todos los módulos diseñados a lo largo del proyecto. 

¶ Construir un visor GIS donde se visualiza los resultados procedentes de todos los 

módulos 

¶ Automatizar la generación de archivos compatibles con los sistemas GIS y BIM. 

En síntesis, con el desarrollo del sistema, se logra cumplir con el objetivo general del proyecto 

que es crear una aplicación que automatice el proceso de evaluación y predicción de la condición 

del pavimento de las vías interurbanas, así como la optimización del plan de gestión de 

mantenimiento de las mismas. 
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Anexo I. Distribución de los datos de las variables 
 Kolmogorov-Smirnov 

Categoría Variable (código) Estadístico gl Sig. 

Deterioros 

GATOR_CRACK_A_L 0,365 3391 0,000 

GATOR_CRACK_A_M 0,410 3391 0,000 

GATOR_CRACK_A_H 0,467 3391 0,000 

BLK_CRACK_A_L 0,516 3391 0,000 

BLK_CRACK_A_M 0,522 3391 0,000 

BLK_CRACK_A_H 0,528 3391 0,000 

EDGE_CRACK_L_L 0,521 3391 0,000 

EDGE_CRACK_L_M 0,521 3391 0,000 

EDGE_CRACK_L_H 0,515 3391 0,000 

LONG_CRACK_WP_L_L 0,415 3391 0,000 

LONG_CRACK_WP_L_M 0,469 3391 0,000 

LONG_CRACK_WP_L_H 0,498 3391 0,000 

LONG_CRACK_WP_SEAL_L_L 0,503 3391 0,000 

LONG_CRACK_WP_SEAL_L_M 0,519 3391 0,000 

LONG_CRACK_WP_SEAL_L_H 0,518 3391 0,000 

LONG_CRACK_NWP_L_L 0,276 3391 0,000 

LONG_CRACK_NWP_L_M 0,302 3391 0,000 

LONG_CRACK_NWP_L_H 0,426 3391 0,000 

LONG_CRACK_NWP_SEAL_L_L 0,491 3391 0,000 

LONG_CRACK_NWP_SEAL_L_M 0,510 3391 0,000 

LONG_CRACK_NWP_SEAL_L_H 0,524 3391 0,000 

TRANS_CRACK_L_L 0,288 3391 0,000 

TRANS_CRACK_L_M 0,300 3391 0,000 

TRANS_CRACK_L_H 0,399 3391 0,000 

TRANS_CRACK_SEAL_L_L 0,480 3391 0,000 

TRANS_CRACK_SEAL_L_M 0,484 3391 0,000 

TRANS_CRACK_SEAL_L_H 0,508 3391 0,000 

PATCH_A_L 0,495 3391 0,000 

PATCH_A_M 0,482 3391 0,000 

PATCH_A_H 0,480 3391 0,000 

POTHOLES_NO_L 0,524 3391 0,000 

POTHOLES_NO_M 0,525 3391 0,000 

POTHOLES_NO_H 0,526 3391 0,000 

SHOVING_A 0,511 3391 0,000 

BLEEDING 0,499 3391 0,000 

POLISH_AGG_A 0,532 3391 0,000 

RAVELING 0,456 3391 0,000 

PUMPING_L 0,492 3391 0,000 

Indicadores 

PCI 0,119 4128 0,000 

IRI 0,118 4213 0,000 

F1_DEF_AVG 0,123 3829 0,000 

F1_DEF_MAX 0,126 3829 0,000 

F1_DEF_CHR 0,126 3829 0,000 

F3_DEF_AVG 0,116 3829 0,000 
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 Kolmogorov-Smirnov 

Categoría Variable (código) Estadístico gl Sig. 

F3_DEF_MAX 0,116 3829 0,000 

F3_DEF_CHR 0,119 3829 0,000 

SKID_NUMBER 0,051 697 0,000 

Tráfico 

AADT_CUM 0,223 827 0,000 

AADTT_CUM 0,238 827 0,000 

KESAL_CUM 0,256 827 0,000 

Pavimento 
Pa 0,137 4128 0,000 

SN 0,081 3002 0,000 

Clima 
MON_PREC_CUM 0,252 4124 0,000 

MON_SNOW_CUM 0,285 4124 0,000 

Tabla 36. Distribución de los datos de las variables. 
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Anexo II. Análisis: IRI frente a deterioros, tráfico, PCI y clima (2.000-

2.017) 
Coeficientes de correlación (Rho de Spearman) 

 IRI 

 Coef.  
correlación 

Sig. 
(bilateral) 

N 

IRI 1   266 

PCI -0,614 0 266 

GATOR_CRACK_A_L -0,038 0,54 266 

GATOR_CRACK_A_M 0,092 0,14 266 

GATOR_CRACK_A_H 0,216 0 266 

BLK_CRACK_A_L -0,048 0,44 266 

BLK_CRACK_A_M 0,052 0,4 266 

BLK_CRACK_A_H 0,139 0,02 266 

EDGE_CRACK_L_L     266 

EDGE_CRACK_L_M 0,078 0,2 266 

EDGE_CRACK_L_H     266 

LONG_CRACK_WP_L_L 0,105 0,09 266 

LONG_CRACK_WP_L_M 0,004 0,95 266 

LONG_CRACK_WP_L_H 0,238 0 266 

LONG_CRACK_WP_SEAL_L_L 0,144 0,02 266 

LONG_CRACK_WP_SEAL_L_M -0,084 0,17 266 

LONG_CRACK_WP_SEAL_L_H     266 

LONG_CRACK_NWP_L_L -0,361 0 266 

LONG_CRACK_NWP_L_M -0,02 0,74 266 

LONG_CRACK_NWP_L_H 0,481 0 266 

LONG_CRACK_NWP_SEAL_L_L -0,115 0,06 266 

LONG_CRACK_NWP_SEAL_L_M -0,108 0,08 266 

LONG_CRACK_NWP_SEAL_L_H     266 

TRANS_CRACK_L_L 0,073 0,24 266 

TRANS_CRACK_L_M 0,349 0 266 

TRANS_CRACK_L_H 0,658 0 266 

TRANS_CRACK_SEAL_L_L -0,038 0,54 266 

TRANS_CRACK_SEAL_L_M -0,107 0,08 266 

TRANS_CRACK_SEAL_L_H 0,091 0,14 266 

PATCH_A_L 0,22 0 266 

PATCH_A_M 0,178 0 266 

PATCH_A_H 0,514 0 266 

POTHOLES_NO_L 0,113 0,07 266 

POTHOLES_NO_M 0,096 0,12 266 

POTHOLES_NO_H 0,157 0,01 266 

SHOVING_A     266 

BLEEDING 0,093 0,13 266 

POLISH_AGG_A 0,073 0,24 266 

RAVELING 0,198 0 266 

PUMPING_L 0,127 0,04 266 
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AADT_CUM -0,266 0 266 

AADTT_CUM -0,271 0 266 

KESAL_CUM -0,251 0 266 

MON_PREC_CUM -0,218 0 266 

MON_SNOW_CUM -0,021 0,73 266 

Tabla 37. Coeficientes de correlación (Rho de Spearman) [Análisis: IRI frente a deterioros, tráfico, PCI y clima (2.000-
2.017)]. 
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Resultados de la regresión lineal 
Modelo R R² R²ajustado Error estándar 

12 0,78 0,609 0,563 0,403440709 

 

  
Coeficientes no 
estandarizados 

Coeficientes 
estandarizados 

t Sig. 

Modelo  B 
Desv. 
Error 

Beta 

12 (Constante) 1,727 0,115  15,077 0,000 

 GATOR_CRACK_A_L 0,000 0,000 -0,072 -1,596 0,112 

 GATOR_CRACK_A_M 0,000 0,000 -0,034 -0,595 0,553 

 GATOR_CRACK_A_H 0,000 0,000 -0,034 -0,601 0,548 

 BLK_CRACK_A_L 6,377E-05 0,000 0,031 0,702 0,483 

 BLK_CRACK_A_M 0,000 0,000 0,050 0,897 0,371 

 LONG_CRACK_WP_L_M -0,006 0,007 -0,049 -0,929 0,354 

 LONG_CRACK_WP_SEAL_L_L 0,002 0,001 0,151 3,270 0,001 

 LONG_CRACK_NWP_L_L 0,000 0,000 -0,106 -2,032 0,043 

 LONG_CRACK_NWP_L_M 0,000 0,000 -0,077 -1,262 0,208 

 LONG_CRACK_NWP_L_H 0,000 0,000 -0,159 -2,310 0,022 

 LONG_CRACK_NWP_SEAL_L_L -0,001 0,000 -0,112 -1,871 0,063 

 LONG_CRACK_NWP_SEAL_L_M -0,001 0,001 -0,044 -1,058 0,291 

 TRANS_CRACK_L_L 0,001 0,001 0,116 1,962 0,051 

 TRANS_CRACK_L_M 0,000 0,000 0,058 1,019 0,309 

 TRANS_CRACK_L_H 0,002 0,000 0,381 5,778 0,000 

 TRANS_CRACK_SEAL_L_L 1,000E-03 0,001 0,069 1,061 0,290 

 TRANS_CRACK_SEAL_L_H 0,016 0,009 0,071 1,703 0,090 

 PATCH_A_L 0,000E+00 0,000 0,111 2,708 0,007 

 PATCH_A_M -0,002 0,002 -0,063 -1,446 0,149 

 PATCH_A_H 0,000 0,000 0,138 3,169 0,002 

 POTHOLES_NO_L 3,510E-01 0,137 0,111 2,565 0,011 

 POTHOLES_NO_H 0,420 0,119 0,151 3,539 0,000 

 BLEEDING 0,000 0,000 0,102 2,107 0,036 

 POLISH_AGG_A 0,000 0,000 -0,047 -1,071 0,285 

 AADT_CUM 0,000 0,000 -0,069 -0,963 0,337 

 
KESAL_CUM -1,959E-

05 
0,000 -0,112 -1,739 0,083 

 PCI -0,009 0,001 -0,439 -6,209 0,000 

 MON_PREC_CUM 0,000 0,000 0,033 0,584 0,560 

Tabla 38. Resultados de la regresión lineal [Análisis: IRI frente a deterioros, tráfico, PCI y clima (2.000-2.017)]. 
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Anexo III. Análisis: Deflexiones frente a deterioros, tráfico, PCI y 

clima (2.000-2.017) 
Coeficientes de correlación (Rho de Spearman) 

 F3_DEF_MAX 

 Coef. 
correlación 

Sig. 
(bilateral) 

N 

F3_DEF_MAX 1   233 

PCI 0,125 0,06 233 

GATOR_CRACK_A_L -0,004 0,95 233 

GATOR_CRACK_A_M -0,064 0,33 233 

GATOR_CRACK_A_H -0,135 0,04 233 

BLK_CRACK_A_L -0,067 0,31 233 

BLK_CRACK_A_M -0,151 0,02 233 

BLK_CRACK_A_H -0,221 0 233 

EDGE_CRACK_L_L     233 

EDGE_CRACK_L_M 0,101 0,13 233 

EDGE_CRACK_L_H     233 

LONG_CRACK_WP_L_L -0,023 0,73 233 

LONG_CRACK_WP_L_M 0,056 0,39 233 

LONG_CRACK_WP_L_H 0 1 233 

LONG_CRACK_WP_SEAL_L_L 0,075 0,25 233 

LONG_CRACK_WP_SEAL_L_M -0,109 0,1 233 

LONG_CRACK_WP_SEAL_L_H     233 

LONG_CRACK_NWP_L_L 0,073 0,27 233 

LONG_CRACK_NWP_L_M -0,049 0,45 233 

LONG_CRACK_NWP_L_H 0,086 0,19 233 

LONG_CRACK_NWP_SEAL_L_L 0,003 0,97 233 

LONG_CRACK_NWP_SEAL_L_M -0,026 0,69 233 

LONG_CRACK_NWP_SEAL_L_H     232 

TRANS_CRACK_L_L 0,157 0,02 233 

TRANS_CRACK_L_M 0,03 0,65 233 

TRANS_CRACK_L_H 0,256 0 233 

TRANS_CRACK_SEAL_L_L -0,109 0,1 232 

TRANS_CRACK_SEAL_L_M -0,188 0 232 

TRANS_CRACK_SEAL_L_H 0,021 0,75 232 

PATCH_A_L 0,176 0,01 233 

PATCH_A_M 0,14 0,03 233 

PATCH_A_H 0,223 0 233 

POTHOLES_NO_L 0,132 0,04 233 

POTHOLES_NO_M -0,028 0,67 233 

POTHOLES_NO_H 0,021 0,75 233 

SHOVING_A     233 

BLEEDING 0,178 0,01 233 

POLISH_AGG_A 0,138 0,03 233 

RAVELING 0,257 0 233 

PUMPING_L 0,301 0 233 
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AADT_CUM -0,311 0 233 

AADTT_CUM -0,44 0 233 

KESAL_CUM -0,559 0 233 

MON_PREC_CUM -0,284 0 233 

MON_SNOW_CUM -0,283 0 233 

Tabla 39. Coeficientes de correlación (Rho de Spearman) [Análisis: Deflexiones frente a deterioros, tráfico, PCI y clima 
(2.000-2.017)]. 
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Resultados de la regresión lineal 
Modelo R R² R²ajustado Error estándar 

12 0,751 0,563 0,503 108,843 

 

  
Coeficientes no 
estandarizados 

Coeficientes 
estandarizados 

t Sig. 

Modelo  B 
Desv. 
Error 

Beta 

12 (Constante) 378,955 56,059  6,760 0,000 

 GATOR_CRACK_A_L -0,061 0,024 -0,153 -2,500 0,013 

 GATOR_CRACK_A_H -0,030 0,010 -0,214 -2,914 0,004 

 BLK_CRACK_A_M -0,051 0,016 -0,205 -3,224 0,001 

 BLK_CRACK_A_H -3,300E-02 0,011 -0,274 -2,850 0,005 

 EDGE_CRACK_L_M 0,611 0,241 0,125 2,538 0,012 

 LONG_CRACK_WP_L_L -0,274 0,214 -0,091 -1,281 0,202 

 LONG_CRACK_WP_L_M 2,829 2,089 0,092 1,354 0,177 

 LONG_CRACK_WP_L_H 6,201 2,957 0,116 2,097 0,037 

 LONG_CRACK_WP_SEAL_L_L 0,584 0,340 0,117 1,718 0,087 

 LONG_CRACK_WP_SEAL_L_M -9,791 5,067 -0,103 -1,932 0,055 

 LONG_CRACK_NWP_L_M -0,096 0,039 -0,198 -2,439 0,016 

 LONG_CRACK_NWP_L_H -0,075 0,048 -0,188 -1,581 0,115 

 LONG_CRACK_NWP_SEAL_L_L -0,168 0,090 -0,104 -1,853 0,065 

 LONG_CRACK_NWP_SEAL_L_M -0,349 0,315 -0,052 -1,106 0,270 

 TRANS_CRACK_L_M -0,149 0,101 -0,104 -1,469 0,144 

 TRANS_CRACK_L_H -2,200E-01 0,123 -0,147 -1,784 0,076 

 TRANS_CRACK_SEAL_L_L -0,214 0,160 -0,070 -1,339 0,182 

 TRANS_CRACK_SEAL_L_H -1,137E+01 9,246 -0,059 -1,230 0,220 

 PATCH_A_L 0,046 0,047 0,046 0,967 0,335 

 PATCH_A_H 0,017 0,019 0,049 0,914 0,362 

 POLISH_AGG_A 4,300E-02 0,024 0,089 1,820 0,070 

 RAVELING 0,009 0,005 0,108 1,733 0,085 

 PUMPING_L 0,939 0,131 0,406 7,149 0,000 

 AADT_CUM 0,002 0,001 0,222 2,443 0,015 

 AADTT_CUM -0,010 0,003 -0,391 -3,145 0,002 

 KESAL_CUM -4,000E-03 0,005 -0,096 -0,819 0,413 

 PCI -0,736 0,664 -0,140 -1,108 0,269 

 MON_SNOW_CUM -0,001 0,001 -0,047 -0,704 0,482 

Tabla 40. Resultados de la regresión lineal [Análisis: Deflexiones frente a deterioros, tráfico, PCI y clima (2.000-2.017)]. 
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Anexo IV. Análisis: Skid Number frente a deterioros, tráfico, PCI y 

clima (1.989-2.017) 
Coeficientes de correlación (Rho deSpearman) 

 SKID_NUMBER 

 Coef. 
correlación 

Sig. 
(bilateral) 

N 

SKID_NUMBER 1   132 

PCI -0,123 0,16 132 

GATOR_CRACK_A_L 0,058 0,51 132 

GATOR_CRACK_A_M 0,03 0,73 132 

GATOR_CRACK_A_H 0,037 0,68 132 

BLK_CRACK_A_L -0,101 0,25 132 

BLK_CRACK_A_M -0,159 0,07 132 

BLK_CRACK_A_H     132 

EDGE_CRACK_L_L -0,075 0,39 132 

EDGE_CRACK_L_M 0,025 0,77 132 

EDGE_CRACK_L_H 0,162 0,06 132 

LONG_CRACK_WP_L_L 0,14 0,11 132 

LONG_CRACK_WP_L_M 0,055 0,53 132 

LONG_CRACK_WP_L_H 0,035 0,69 132 

LONG_CRACK_WP_SEAL_L_L 0,04 0,65 132 

LONG_CRACK_WP_SEAL_L_M 0,047 0,59 132 

LONG_CRACK_WP_SEAL_L_H 0,04 0,65 132 

LONG_CRACK_NWP_L_L 0,103 0,24 132 

LONG_CRACK_NWP_L_M 0,153 0,08 132 

LONG_CRACK_NWP_L_H 0,296 0 132 

LONG_CRACK_NWP_SEAL_L_L -0,103 0,24 132 

LONG_CRACK_NWP_SEAL_L_M -0,134 0,12 132 

LONG_CRACK_NWP_SEAL_L_H 0,04 0,65 132 

TRANS_CRACK_L_L -0,043 0,62 132 

TRANS_CRACK_L_M -0,001 0,99 132 

TRANS_CRACK_L_H 0,052 0,55 132 

TRANS_CRACK_SEAL_L_L -0,189 0,03 132 

TRANS_CRACK_SEAL_L_M 0,017 0,84 132 

TRANS_CRACK_SEAL_L_H -0,058 0,51 132 

PATCH_A_L 0,034 0,7 132 

PATCH_A_M 0,075 0,39 132 

PATCH_A_H 0,096 0,27 132 

POTHOLES_NO_L 0,082 0,35 132 

POTHOLES_NO_M     132 

POTHOLES_NO_H     132 

SHOVING_A     132 

BLEEDING 0,086 0,33 132 

POLISH_AGG_A -0,069 0,43 132 

RAVELING -0,078 0,37 132 
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 SKID_NUMBER 

 Coef. 
correlación 

Sig. 
(bilateral) 

N 

PUMPING_L 0,12 0,17 132 

AADT_CUM -0,115 0,19 132 

AADTT_CUM -0,148 0,09 132 

KESAL_CUM -0,064 0,47 132 

MON_PREC_CUM -0,225 0,01 132 

MON_SNOW_CUM 0,038 0,67 132 

Tabla 41. Coeficientes de correlación (Rho de Spearman) [Análisis: Skid Number frente a deterioros, tráfico, PCI y clima 
(1.989-2.017)]. 
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Resultados de la regresión lineal 
Modelo R R² R²ajustado Error estándar 

18 0,592 0,35 0,219 5,69963 

 

  
Coeficientes no 
estandarizados 

Coeficientes 
estandarizados 

t Sig. 

Modelo  B 
Desv. 
Error 

Beta 

18 (Constante) 4,520E+01 3,453  13,090 0,000 

 GATOR_CRACK_A_L 0,002 0,001 0,200 1,842 0,068 

 BLK_CRACK_A_L -0,004 0,002 -0,202 -2,443 0,016 

 EDGE_CRACK_L_L 0,018 0,015 0,137 1,223 0,224 

 EDGE_CRACK_L_H 0,161 0,052 0,290 3,090 0,003 

 LONG_CRACK_WP_L_L 1,900E-02 0,010 0,193 1,952 0,054 

 LONG_CRACK_WP_L_M -0,180 0,094 -0,509 -1,909 0,059 

 LONG_CRACK_WP_L_H 1,319 0,638 0,549 2,068 0,041 

 LONG_CRACK_NWP_L_L 0,005 0,002 0,184 1,930 0,056 

 LONG_CRACK_NWP_L_M 0,007 0,003 0,266 2,616 0,010 

 LONG_CRACK_NWP_L_H 0,010 0,003 0,395 2,994 0,003 

 LONG_CRACK_NWP_SEAL_L_M -0,065 0,024 -0,220 -2,733 0,007 

 LONG_CRACK_NWP_SEAL_L_H -0,133 0,051 -0,308 -2,606 0,010 

 TRANS_CRACK_L_L -0,031 0,014 -0,279 -2,191 0,031 

 PATCH_A_M 4,200E-02 0,043 0,080 0,978 0,330 

 POTHOLES_NO_L 3,797E+00 2,785 0,114 1,363 0,176 

 RAVELING 0,000E+00 0,000 0,085 0,849 0,398 

 AADT_CUM 0,000 0,000 0,409 1,328 0,187 

 AADTT_CUM -0,002 0,001 -0,904 -3,092 0,003 

 KESAL_CUM 0,001 0,001 0,371 2,213 0,029 

 PCI 0,026 0,038 0,114 0,697 0,487 

 MON_PREC_CUM -0,001 0,000 -0,956 -3,058 0,003 

 MON_SNOW_CUM 0,000 0,000 1,068 3,481 0,001 

Tabla 42. Resultados de la regresión lineal [Análisis: Skid Number frente a deterioros, tráfico, PCI y clima (1.989-
2.017)]. 

 

 


